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Resumo

São consideradas, neste trabalho, distribuições inflacionadas que podem ser obtidas por meio da

combinação de distribuições de Bernoulli e cont́ınuas. Elas têm grande potencial de aplicabilidade

na área financeira, principalmente, nas áreas de crédito e de seguros; na área médica, também

se encontram exemplos que podem ser analisados por tais modelos. São discutidos problemas

ligados a dados longitudinais em que as distribuições marginais são inflacionadas e a dependência

entre as observações da mesma unidade experimental é tratada por meio de funcões de estimação de

independência segundo Liang e Zeger (1986). Ainda, são discutidos alguns métodos de diagnósticos

usuais em modelos lineares generalizados. Por fim, são apresentadas aplicações a dados reais.

1 Introdução

Em muitas situações, é comum a existência de variáveis geradas por meio da combinação

de variáveis discretas e cont́ınuas. Na área financeira, por exemplo, esse tipo de variável

surge no estudo de perdas devido ao não pagamento de d́ıvidas; a perda será zero nos

casos de pagamento integral do compromisso e se comportará como uma variável cont́ınua

quando o pagamento não é integral. Esse comportamento também pode ser observado na

área médica quando se pretende mensurar a dosagem de substâncias no sangue. Nesses

casos, a variável resposta y pode ser modelada como:

y =

{

0, se B = 1,

C, se B = 0,

em que C é uma variável aleatória positiva (podendo, no caso, ser cont́ınua) e B é uma

variável com distribuição de Bernoulli de parâmetro ν. A distribuição de probabilidade

atribúıda à y recebe o nome de inflacionada (inflated) de zeros.

No caso de estudos transversais a estimação de modelos de regressão para variáveis re-

spostas ZAIG e BEZI pode ser feita por meio da biblioteca de macros GAMLSS (Stasinopoulos

et al., 2008) criada para rodar na plataforma R1.

Hall e Zhang (2004) desenvolveram equações de estimação generalizadas para variáveis

inflacionadas de zeros considerando modelos de regressão para a probabilidade da variável

assumir o valor zero e para a média da distribuição de C. O desenvolvimento foi feito para

os casos em que a variável cont́ınua pertence à classe dos modelos exponenciais de dispersão

(ver Jørgensen (1997), por exemplo) e quando possui uma distribuição log-normal. Dobbie

1Ver R Development Core Team (2008)
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e Welsh (2001) desenvolveram equações de estimação para dados de contagem inflacionados

de zero.

Outros avanços no estudo de modelos de regressão para distribuições inflacionadas, na

presença de dependência entre as observações e quando a distribuição de C é discreta,

podem ser encontrados em Dobbie e Welsh (2001) e Min e Agresti (2005), sendo que este

último desenvolveu modelos de efeitos aleatórios para dados de contagem inflacionados

de zeros. Distribuições multivariadas com marginais inflacionadas são descritas em Gan

(2000), por exemplo.

No presente trabalho, são desenvolvidas técnicas diagnósticas para modelos de regressão

com variáveis respostas inflacionadas de zero em dados com estrutura de painel, sob su-

posição de homo e heterogeneidade do parâmetro de dispersão, estimados por meio de

equações de estimação. As técnicas de diagnóstico baseiam-se no trabalho de Venezuela

et al. (2007) que considera equações de estimação para modelos de regressão com dados

longitudinais, entretanto, definidas apenas para variáveis respostas cont́ınuas, com distri-

buição de probabilidade na famı́lia exponencial e sob homogeneidade da dispersão.

Na próxima seção, são apresentados conceitos básicos sobre funções de estimação. Na

Seção 2, é apresentado um modelo geral proposto para análise de dados inflacionados com

estrutura de painel constrúıdo por meio de funções de estimação análogas às funções de

estimação de independência de Liang e Zeger (1986). Aplicações para variável resposta

ZAIG e BEZI são apresentadas nas seções 3 e 4, respectivamete. Na Seção 5 descreve-se um

processo iterativo para estimação dos parâmetros de modelos de regressão. Na Seção 6 são

desenvolvidas algumas medidas de diagnóstico capazes para detecção de pontos influentes

ou aberrantes quando os dados em painel são modelados por uma distribuição inflacionada

de zero. Na sequência, são apresentadas aplicações a um banco de dados real. Por fim,

apresentamos nossos comentários finais.

1.1 Função estimação

Nesta seção, introduzimos alguns conceitos sobre funções de estimação baseados em Artes

e Botter (2005), Jørgensen e Labouriau (1994) and Song (2007).

Por definição, chamamos de função de estimação ψ a qualquer função mensurável dos

dados (y) e dos parâmetros de interesse (θ). Assumindo a existência de uma amostra de n

vetores aleatórios independentes yi = (yi1, ..., yiTi
)⊤, i = 1, ..., n, e que a cada vetor esteja

associada uma função de estimação ψi, estendemos o conceito de função de estimação

para a amostra por Ψ(y;θ) =
∑n

i=1ψi(yi;θ), sendo y = (y⊤
1 , ...,y

⊤
n )⊤ um vetor (N × 1),

N =
∑n

i=1 Ti. A função de estimação Ψ(θ) é uma função de estimação não viciada se

E (Ψ(θ)) = 0.

Definimos a matriz de informação de Godambe de θ associada a Ψ por

J(θ) = S(θ)⊤ V−1(θ) S(θ),

sendo V(θ) = E
(

Ψ(θ)Ψ⊤(θ)
)

a matriz de variabilidade de Ψ e S(θ) = E
(

∂Ψ
∂θ

⊤

)

a matriz

de sensibilidade de Ψ. Sob condições gerais de regularidade2 demonstra-se que o estimador

θ̂, obtido a partir da raiz da função de estimação acima é consistente e que
√
n(θ̂ − θ)

segue uma distribuição assintoticamente normal, com média zero e matriz de covariâncias

2ver Song, 2007, por exemplo
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dada pelo inverso de

Jn(θ) = lim
n→∞

n S⊤
n (θ) V−1

n (θ) Sn(θ), (1)

na qual Sn(θ) =
∑n

i=1 E
(

∂Ψ
∂θ

⊤ (yi;θ)
)

e Kn(θ) =
∑n

i=1 E
(

Ψ(yi;θ)Ψ
⊤(yi;θ)

)

.

2 Modelo geral

Admita uma amostra de tamanho n, sendo que cada unidade amostral tenha sido observada

em T instantes de tempo; admita também independência entre observações de diferentes

unidades amostrais. Assuma que yit corresponda ao valor da variável resposta para a

unidade amostral i no instante de tempo t, i = 1, . . . , n e t = 1, . . . , T e que yit segue uma

distribuição inflacionada de zero com

yit =

{

0, com probabilidade νit,

Cit, com probabilidade (1 − νit),
(2)

sendo Cit uma variável aleatória cont́ınua, com função densidade de probabilidade regular

fit = f(yit;µit, σit), em que µit é um parâmetro de posição e σit é um segundo parâmetro,

que por conveniencia será referido como um parâmetro de dispersão, apesar de não se

limitar a esse caso.

Associados à yit, considere a existência de três vetores coluna de covariáveis fixas xit,

zit e qit de dimensões p, q e r, respectivamente, tais que

g1(νit) = x⊤
itβ, g2(µit) = z⊤itγ e g3(σit) = q⊤

itδ,

sendo β, γ e δ vetores paramétricos e g1, g2 e g3 funções de ligação cont́ınuas, inverśıveis

e duplamente diferenciáveis, com i = 1, . . . , n e t = 1, . . . , T .

A função densidade de probabilidade de yit pode ser escrita como

pit = p(yit; νit, µit, σit) =

{

ν
I{yit=0}

it (1 − νit)
I{yit 6=0}

} {

f
I{yit 6=0}

it

}

, (3)

sendo Iy∈A uma variável indicadora que recebe o valor 1 se y pertence ao conjunto A.

Note que pit pode ser fatorada em dois termos: o primeiro que depende apenas de νit e o

segundo que depende de µit e σit e envolve apenas a parte cont́ınua da variável resposta

(ver Martinez (2008)).

Considerando o vetor de parâmetros θ = (β⊤,γ⊤, δ⊤)⊤, sob a hipótese de total in-

dependência entre todos os vetores aleatórios, sua função de verossimilhança seria dada

por

L(θ) = L1(β)L2(γ, δ),

em que

L1(β) =
n

∏

i=1

T
∏

t=1

ν
I{yit=0}

it (1 − νit)
I{yit 6=0} ,

L2(γ, δ) =
∏

i,t:yit 6=0

f
I{yit 6=0}

it .
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Assim, o primeiro componente de L(θ), L1(β), envolve apenas os parâmetros utilizados

para modelar a probabilidade de ocorrência de zero. Por outro lado, o segundo componente,

L2(γ, δ), envolve apenas os parâmetros usados para modelar a distribuição condicional da

variável resposta no caso cont́ınuo.

O logaritmo da função de verossimilhança de θ = (β⊤,γ⊤, δ⊤)⊤ é dado por

ℓ(θ) = ℓ1(β) + ℓ2(γ, δ), (4)

em que

ℓ1(β) =
n

∑

i=1

T
∑

t=1

ℓit(νit) =
n

∑

i=1

T
∑

t=1

[

I{yit=0} ln(νit) + I{yit 6=0} ln(1 − νit)
]

,

ℓ2(γ, δ) =
∑

i,t:yit 6=0

ℓit(µit, σit) =
∑

i,t:yit 6=0

ln(fit).

Neste caso, ℓ1(β) é a função de log-verossimilhança de um modelo com resposta binária e

ℓ2(γ, δ), de um modelo com resposta cont́ınua.

A seguir, os resultados acima serão estudados em dois contextos: o primeiro em que o

parâmetro de dispersão é constante e o segundo em que se modela o parâmetro de dispersão

como função de um vetor de covariáveis.

2.1 Homogeneidade do parametro de disperão

Nesta seção, assuma que σit = σ, sendo o vetor paramétrico dado por θ1 = (β⊤,γ⊤, σ)⊤.

A função escore de θ1 constrúıda no caso de total independência entre as observações, é

uma função de estimação para θ1, mesmo no caso real, de dependência entre as observações

de um mesmo indiv́ıduo. Essa função de estimação é expressa por:

Ψ1(θ1) =
n

∑

i=1

A1ia1i =
n

∑

i=1

M⊤
1iΛ1iΩ

−1
i a1i (5)

sendo M1i = diag {Xi,Zi,1T }, Λ1i = diag {G1i,G2i, IT }, Ωi = diag
{

V−1
1i , IT , IT

}

e

a1i =
(

(i − νi)
⊤,u⊤

i , m̃
⊤
i

)⊤
, com i = (I{yi1=0}, . . . , I{yiT =0})

⊤, νi = (νi1, . . . , νiT )⊤

Xi = (xi1, . . . ,xiT )⊤, Zi = (zi1, . . . , ziT )⊤, 1T é um vetor unitário de ordem T , G1i =

diag
{

∂νit

∂g1(νit)

}

, G2i = diag
{

∂µit

∂g2(µit)
I{yit 6=0}

}

, V−1
1i = diag{νit(1−νit)}, ui = (ui1, . . . , uiT )⊤

e m̃i = (m̃i1, . . . , m̃iT )⊤ e IT é uma matriz identidade de ordem T . Adicionalmente, te-

mos que uit =

{

0, se yit = 0
∂ℓit(µit,σ)

∂µit
, se yit 6= 0

, m̃it =

{

0, se yit = 0
∂ℓit(µit,σ)

∂σ , se yit 6= 0
e diag{at} indica

uma matriz diagonal cujo t-ésimo elemento da diagonal principal é dado por at, i = 1, . . . , n

e t = 1, . . . , T .

De (1), temos que
√
n(θ̂1 − θ1)

D−→ Np(0,J
−1
1 ), com

J1 = lim
n→∞

n S⊤
1 (θ1)K

−1
1 (θ1) S1(θ1),

em que S1(θ1) = −∑n
i=1 M⊤

1iW1iM1i e K1(θ1) =
∑n

i=1 A1iΣ1iA
⊤
1i, sendo W1i =

Λ1iΩ
−1
i B1iΛ1i, Σ1i = Cov(a1i) e

B1i =







IT 0 0

0 −∆{E(u̇i)} −∆{E(u̇iσ)}
0 −∆{E(u̇iσ)} −∆{E( ˙̃mi)}






,
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na qual ∆(·) é um operador que, aplicado a um vetor, cria uma matriz diagonal com

as componentes do vetor na diagonal principal. Além disso, u̇i, ˙̃mi e u̇iσ são vetores

T -dimensionais com componentes dadas, respectivamente, por

u̇it =

{

0, se yit = 0
∂uit

∂µit
, se yit 6= 0

, ˙̃mit =

{

0, se yit = 0
∂m̃it

∂σ , se yit 6= 0
e u̇itσ =

{

0, se yit = 0
∂uit

∂σ , se yit 6= 0
.

Segundo Meyer (1983)[Seção 7.10], temos:

E(u̇it) = E(E(u̇it|yit)) = E (0|yit = 0) νit + E

(

∂uit

∂µit
|yit 6= 0

)

(1 − νit)

= E

(

∂uit

∂µit
|yit 6= 0

)

(1 − νit). (6)

Esse mesmo resultado também deve ser aplicado em E
(

˙̃mit

)

e E (u̇itσ).

2.2 Heterogeneidade do parametro de dispersão

Seja θ2 = (β⊤,γ⊤, δ⊤)⊤. Analogamente ao que fizemos na seção anterior, podemos

construir uma função de estimação para θ2 a partir da função escore obtida se houvesse

total independência entre todas as observações. Essa função é dada por

Ψ2(θ2) =
n

∑

i=1

A2ia2i =
n

∑

i=1

M⊤
2iΛ2iΩ

−1
i a2i (7)

sendo M2i = diag {Xi,Zi,Qi}, Λ2i = diag {G1i,G2i,G3i} e a2i =
(

(ji − νi)
⊤,u⊤

i ,m
⊤
i

)⊤
,

com Qi = (qi1, . . . ,qiT )⊤, G3i = diag
{

∂σit

∂g3(σit)

}

e mi = (mi1, . . . ,miT )⊤. Temos que

mit =

{

0, se yit = 0
∂ℓit(µit,σit)

∂σit
, se yit 6= 0

, i = 1, . . . , n e t = 1, . . . , T .

A partir de (1), temos
√
n(θ̂2 − θ2)

D−→ Np(0,J
−1
2 ), com

J2 = lim
n→∞

n S⊤
2 (θ2)K

−1
2 (θ2) S2(θ2),

sendo S2(θ2) = −∑n
i=1 M⊤

2iW2iM2i e K2(θ2) =
∑n

i=1 A2iΣ2iA
⊤
2i, sendo W2i = Λ2iΩ

−1
i B2iΛ2i,

Σ2i = Cov(a2i) e

B2i =







IT 0 0

0 −∆{E(u̇i)} −∆{E(u̇iσ)}
0 −∆{E(u̇iσ)} −∆{E(ṁi)}






,

sendo ṁi e u̇iσ vetores T -dimensionais com componentes dadas, respectivamente, por

ṁit =

{

0, se yit = 0
∂mit

∂σit
, se yit 6= 0

e u̇itσ =

{

0, se yit = 0
∂uit

∂σit
, se yit 6= 0

. E (ṁit) e E (u̇itσ) também

podem ser reescritas conforme ilustrado na equação (6).

3 Aplicação usando modelos ZAIG

Aqui, os resultados da Seção 2 são aplicados ao caso em que a variável resposta segue

uma distribuição ZAIG. Neste caso, a função de logverossimilhança definida em (4) tem a

5



seguinte expressão:

ℓ1(β) =
n

∑

i=1

T
∑

t=1

[

I{yit=0} ln(νit) + I{yit>0} ln(1 − νit)
]

,

ℓ2(γ, δ) =
∑

i,t:yit>0

{

− ln

(

√

2πy3
it

)

− ln (σit) −
(yit − µit)

2

2yitµ
2
itσ

2
it

}

.

3.1 Homogeneidade do parametro de dispersão

Para yit > 0, tem-se que

uit =
∂ℓit(µit, σ)

∂µit
=

1

σ2

1

µ3
it

(yit − µit) (8)

e

m̃it =
∂ℓit(µit, σ)

∂σ
=

1

σ3
(sit − σ2), (9)

com sit = (yit−µit)
2

yitµ2

it

.

A partir das equações (8) e (9), a função de estimação (5) é dada por:

Ψ1(θ1) =
n

∑

i=1







X⊤
i G1iV1i(i − νi)

Z⊤
i G2iṼ2i(yi − µi)

1⊤
T Ṽ3i(si − σ̃i)






, (10)

sendo Ṽ2i = diag
{

σ̃−2∗
it µ−3∗

it

}

, yi = (yi1, . . . , yiT )⊤, µi = (µ∗i1, . . . , µ
∗
iT )⊤, Ṽ3i = diag

{

σ̃−3∗
it

}

,

si = (si1, . . . , siT )⊤ e σ̃i = (σ̃2∗
i1 , . . . , σ̃

2∗
iT )⊤, com µe∗

it =

{

0, se yit = 0

µe
it, se yit > 0

e σ̃e∗
it =

{

0, se yit = 0

σe, se yit > 0
, i = 1, . . . , n e t = 1, . . . , T .

Especificamente para modelos ZAIG sob homogeneidade da dispersão, tem-se a1i =
(

(i − νi)
⊤, (Ṽ2i(yi − µi))

⊤, (Ṽ3i(si − σ̃i))
⊤
)⊤

e a seguinte matriz:

B1i =







IT 0 0

0 Ṽ2iNi 0

0 0 Ṽ4iNi






,

sendo Ṽ4i = diag
{

2σ̃−2∗
it

}

e Ni = diag {(1 − νit)}.

3.2 Heterogeneidade do parametro de dispersão

Para yit > 0, tem-se que

uit =
∂ℓit(µit, σit)

∂µit
=

1

σ2
it

1

µ3
it

(yit − µit) (11)

e

mit =
∂ℓit(µit, σit)

∂σit
=

1

σ3
it

(sit − σ2
it), (12)

com sit = (yit−µit)
2

yitµ2

it

.
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A partir das equações (11) e (12), a função de estimação (7) é dada por:

Ψ2(θ2) =
n

∑

i=1







X⊤
i G1iV1i(i − νi)

Z⊤
i G2iV2i(yi − µi)

Q⊤
i G3iV3i(si − σi)






, (13)

sendo V2i = diag
{

σ−2∗
it µ−3∗

it

}

, V3i = diag
{

σ−3∗
it

}

e σi = (σ2∗
i1 , . . . , σ

2∗
iT )⊤, com σe∗

it =
{

0, se yit = 0

σe
it, se yit > 0

, i = 1, . . . , n e t = 1, . . . , T .

No caso de modelos ZAIG sob heterogeneidade da dispersão, defini-se o vetor a2i =
(

(i − νi)
⊤, (V2i(yi − µi))

⊤, (V3i(si − σi))
⊤
)⊤

e a matriz:

B2i =







IT 0 0

0 V2iNi 0

0 0 V4iNi






,

sendo V4i = diag
{

2σ−2∗
it

}

.

4 Aplicaçãp usando modelos BEZI

Aqui, os resultados da Seção 2 são aplicados ao caso em que a variável resposta segue uma

distribuição beta inflacionada de zero. Neste caso, a função de logverossimilhança definida

em (4) tem a seguinte expressão:

ℓ1(β) =
n

∑

i=1

T
∑

t=1

[

I{yit=0} ln(νit) + I{yit∈(0,1)} ln(1 − νit)
]

,

ℓ2(γ, δ) =
∑

i,t:yit∈(0,1)

[log Γ(σit) − log Γ(µitσit) − log Γ((1 − µit)σit)+

(µitσit − 1) log yit + ((1 − µit)σit − 1) log(1 − yit)] .

4.1 Homogeneidade do parametro de dispersão

Para yit ∈ (0, 1), tem-se que

uit =
∂ℓit(µit, σ)

∂µit
= σ(y∗it − µ̃∗it) (14)

e

m̃it =
∂ℓit(µit, σ)

∂σ
= µit(y

∗
it − µ̃∗it) + ψ(σ) + log(1 − yit) − ψ((1 − µit)σ), (15)

com y∗it = log
(

yit

1−yit

)

, se yit ∈ (0, 1) e µ̃∗it = ψ(µitσ) − ψ((1 − µit)σ), se yit ∈ (0, 1).

A partir das equações (14) e (15), a função de estimação (5) é dada por:

Ψ1(θ1) =
n

∑

i=1







X⊤
i G1iV1i(i − νi)

Z⊤
i G2iṼ2i(y

∗
i − µ̃∗

i )

1⊤
T m̃i






, (16)

sendo Ṽ2i = diag {σ̃∗it}, em que σ̃∗it =

{

0, se yit = 0

σ, se yit ∈ (0, 1)
;
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y∗
i = (y∗i1, . . . , y

∗
iT )⊤, em que y∗it =

{

0, se yit = 0

log
(

yit

1−yit

)

, se yit ∈ (0, 1)
; e

µ̃∗
i = (µ̃∗i1, . . . , µ̃

∗
iT )⊤, em que µ̃∗it =

{

0, se yit = 0

ψ(µitσ) − ψ((1 − µit)σ), se yit ∈ (0, 1)
, com

i = 1, . . . , n e t = 1, . . . , T .

Para modelos BEZI sob homogeneidade da dispersão, o vetor descrito na primeira

somatória de (5) é dado por a1i =
(

(i − νi)
⊤, (Ṽ2i(y

∗
i − µ̃∗

i ))
⊤, m̃i)

⊤
)⊤

. Já a matriz B1i

envolvida na definição da matriz de sensibilidade, toma o seguinte resultado:

B1i =







IT 0 0

0 Ṽ6iNi Ṽ5iNi

0 Ṽ5iNi Ṽ4iNi







sendo Ni = diag {(1 − νit)},
Ṽ4i = diag

{

µ2
itψ

′(µitσ) + (1 − µit)
2ψ′((1 − µit)σ) − ψ′(σ)

}

,

Ṽ5i = diag {σ[µitψ
′(µitσ) − (1 − µit)ψ

′((1 − µit)σ)]} e

Ṽ6i = diag
{

σ2[ψ′(µitσ) + ψ′((1 − µit)σ)]
}

.

4.2 Heterogeneidade do parametro de dispersão

Para yit ∈ (0, 1), tem-se que

uit =
∂ℓit(µit, σit)

∂µit
= σit(y

∗
it − µ̃∗it) (17)

e

mit =
∂ℓit(µit, σit)

∂σit
= µit(y

∗
it − µ∗it) + ψ(σit) + log(1 − yit) − ψ((1 − µit)σit), (18)

com y∗it = log
(

yit

1−yit

)

, se yit ∈ (0, 1) e µ∗it = ψ(µitσit) − ψ((1 − µit)σit), se yit ∈ (0, 1).

A partir das equações (17) e (18), a função de estimação (7) é dada por:

Ψ2(θ2) =
n

∑

i=1







X⊤
i G1iV1i(i − νi)

Z⊤
i G2iV2i(y

∗
i − µ∗

i )

Q⊤
i G3imi






, (19)

sendo

V2i = diag {σ∗it}, em que σ∗it =

{

0, se yit = 0

σit, se yit ∈ (0, 1)
;

y∗
i = (y∗i1, . . . , y

∗
iT )⊤, em que y∗it =

{

0, se yit = 0

log
(

yit

1−yit

)

, se yit ∈ (0, 1)
; e

µ∗
i = (µ∗i1, . . . , µ

∗
iT )⊤, em que µ∗it =

{

0, se yit = 0

ψ(µitσit) − ψ((1 − µit)σit), se yit ∈ (0, 1)
,

com i = 1, . . . , n e t = 1, . . . , T .

De acordo com (7), a função de estimação reescrita para modelos BEZI sob heteroge-

neidade da dispersão assume a2i =
(

(i − νi)
⊤, (V2i(y

∗
i − µ∗

i ))
⊤,mi)

⊤
)⊤

. Já a matriz B2i

envolvida na definição da matriz de sensibilidade, toma o seguinte resultado:

B2i =







IT 0 0

0 V6iNi V5iNi

0 V5iNi V4iNi






,
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sendo Ni = diag {(1 − νit)},
V4i = diag

{

µ2
itψ

′(µitσit) + (1 − µit)
2ψ′((1 − µit)σit) − ψ′(σit)

}

,

V5i = diag {σit[µitψ
′(µitσit) − (1 − µit)ψ

′((1 − µit)σit)]} e

V6i = diag
{

σ2
it[ψ

′(µitσit) + ψ′((1 − µit)σit)]
}

.

5 Estimação dos parametros

Uma estimativa de θ̂ pode ser obtida por meio do seguinte processo iterativo

θ̂
(m+1)

k = θ̂
(m)

k − S−1
k (θ̂

(m)

k ) Ψk(θ̂
(m)

k ), (20)

em que m = 0, 1, 2, ... indica o número do passo do processo iterativo e k é definido pela

modelagem sob o parâmetro de dispersão, ou seja, k = 1 se há suposição de homogeneidade

do parâmetro de dispersão ou k = 2, caso contrário. O ı́ndice m no lado direito das

equações acima indica que as matrizes e os vetores são atualizados pelas estimativas de θk

da m-ésima iteração.

A equação (20) pode ser reescrita como um processo iterativo de mı́nimos quadrados re-

ponderados com matriz de pesos Wi e uma variável dependente modificada zi, da seguinte

forma

θ̂
(m+1)

k =
(

n
∑

i=1

M⊤
kiŴ

(m)
ki Mki

)−1
n

∑

i=1

M⊤
kiŴ

(m)
ki z

(m)
ki , (21)

sendo zki = τ̂ ki + (B̂kiΛ̂ki)
−1âki e τ̂ ki = Mkiθ̂k.

6 Técnicas de diagnóstico

Baseado em Venezuela et al. (2007), nesta seção, propõem-se algumas medidas de diagnóstico

para detecção de pontos alavanca, influentes e aberrantes para os modelos propostos na

Seção 2. Para facilitar a notação, sem perda de generalidade, iremos omitir o prefixo k que

indexa os componentes do processo de estimação em (21). Entretanto, para obter medidas

de diagnóstico sob homogeneidade do parâmetro de dispersão devemos considerar todos os

vetores e matrizes com k = 1; caso seja sob heterogeneidade do parâmetro de dispersão,

utilizaremos k = 2.

A equação (21) pode ser escrita como

θ̂ =
(

M⊤ŴM
)−1

M⊤Ŵz, (22)

em que M = (M⊤
1 , . . . ,M

⊤
n )⊤, Ŵ = diag(Ŵi) e z = (z⊤1 , . . . , z

⊤
n )⊤. Nesse caso, M

representa uma matriz de planejamento e pode-se dizer que Ŵ e z desempenham papéis

de uma matriz de pesos e de uma variável dependente, respectivamente.

Decorrente do processo de estimação descrito na equação (22), em que Ŵ
1/2

z faz o

papel do vetor resposta (Paula, 2004), o reśıduo ordinário é dado por

rO = Ŵ
1/2

(z − τ̂ ) = (I − H)Ŵ
1/2

z, (23)

sendo τ̂ = (τ̂⊤
1 , ..., τ̂

⊤
n )⊤, I a matriz identidade e H uma matriz bloco diagonal dada por

H = diag(Hi), com Hi = Ŵ
1/2
i Mi(M

⊤ŴM)−1M⊤
i Ŵ

1/2
i e i = 1, . . . , n.
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A matriz H tem caracteŕısticas similares à matriz chapéu de um modelo linear, cujos

elementos da diagonal principal são utilizados para detectar a presença de pontos alavanca

(Pregibon (1981) e Venezuela et al. (2007)).

Assumindo que Cov(a) ∼= BΩ, em que B = diag(Bi) e Ω = diag(Ωi), temos Cov(rO) ∼=
(I − H). Assim, o reśıduo padronizado associado à observação yit fica expresso por

(rPD)it =
e⊤(it)Ŵ

1/2
(z − τ̂ )

√
1 − hit

=
e⊤(it)Ŵ

1/2
(B̂Λ̂)−1â

√
1 − hit

, (24)

em que Λ̂ = diag(Λ̂i), â = (â⊤
1 , . . . , â

⊤
n )⊤, e(it) é um vetor com valor 1 na posição referente

à observação yit e 0 nas demais posições e hit é o t-ésimo elemento da diagonal principal

de Hi, com i = 1, ..., n e t = 1, ..., T .

Para os modelos de regressão com medidas repetidas (Venezuela et al., 2007), a distância

de Cook que detecta pontos influentes sob o efeito da exclusão de cada observação é definida

por

(DC)it =
1

(p+ q + r)
(θ̂ − θ̂(it))

⊤M⊤ŴM(θ̂ − θ̂(it)) = (rPD)2it
hit

(p+ q + r)(1 − hit)
. (25)

Se a modelagem for sob homogeneidade do parâmetro de dispersão, então r = 1; caso

contrário, r é a dimensão do vetor de parâmetros δ.

Graficamente, a análise dos valores hit versus i, em que hit representa o t-ésimo elemento

da diagonal principal de Hi, i = 1, . . . , n e t = 1, . . . , T , pode ser útil para identificação

de pontos alavanca. Vastamente discutido na literatura estat́ıstica a partir de Pregibon

(1981), um ponto influente é aquele que possui um valor alto na distância de Cook quando

comparado com os demais pontos. Para identificá-lo graficamente, faça (DC)it versus o

ı́ndice i, i = 1, . . . , n e t = 1, . . . , T . Por fim, os pontos aberrantes podem ser identificados

a partir dos reśıduos padronizados (rPD)it versus o ı́ndice de cada unidade amostral i, com

i = 1, . . . , n e t = 1, . . . , T .

7 Aplicação a dados reais

Nesta seção, serão analisados dados sobre mortalidade no trânsito em munićıpios da região

sudeste, no peŕıodo de 2000 a 2002. Duas variáveis resposta são consideradas na análise:

raiz quadrada da taxa anual de mortalidade por acidentes de trânsito por 100 mil habitantes

e proporção de mortes por acidentes de trânsito.

Para cada variável resposta, são constrúıdos modelos diferentes. Entretanto, todos

consideram na análise as seguintes variáveis independentes

Ano variável categorizada que indica o ano referente à observação ;
Lnpop logaritmo natural do número de habitantes no munićıpio, segundo o Censo

2000;
Propurb proporção da população residente na área urbana do munićıpio em 2000;
Propmale proporção de homens na população do munićıpio em 2000;
Prop2029 proporção de residentes no munićıpio com idade entre 20 e 29 anos; e
IDHE ı́ndice de desenvolvimento humano educação do munićıpio em 2000.

A Tabela 1 traz algumas estat́ısticas descritivas sobre o comportamento das variáveis

resposta. Ao se comparar as observações referentes a 2000, 2001 e 2002 nota-se, para

ambas variáveis, pouca alteração na proporção de munićıpios com observações iguais a
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zero, nos valores médios e nos seus desvios-padrão. Isso sugere inexistência de um efeito

do tempo sobre essas caracteŕısticas. Devido a problemas nos dados, as amostras para as

duas variáveis são de tamanhos ligeiramente diferentes.

[Table 1 about here]

Modelou-se a raiz quadrada da taxa de mortalidade por acidentes de trânsito com uma

distribuição ZAIG e a proporção de mortes por acidentes de trânsito com uma distribuição

BEZI. Ambas são sob heterogeneidade da dispersão.

Defina xit = (1,Ano01it,Ano02it,Lnpopt,Propurbt,Propmasct,Prop2029t, IDHMt)
⊤,

com t= 1 (se Ano= 2000), 2 (se Ano=2001) e 3 (se Ano=2002). Além disso Ano01t e Ano02t

são variáveis indicadoras que assumem o valor um quando t=2 e t=3, respectivamente. Nos

modelos ajustados considerou-se xit = zit = wit.

Seja

xit = zit = qit = (1,Ano01it,Ano02it,Lnpopit,Propmascit,Prop2029it, IDHMit)
⊤,

com t = 1 se Ano= 2000, t = 2 se Ano= 2001 e t = 3 se Ano= 2002. Além disso, Ano01t

e Ano02t são variáveis indicadoras que assumem o valor 1, respectivamente, quando t = 2

e t = 3.

As estimativas pontuais do vetor de parâmetros θ2 foram obtidas por meio da biblio-

teca GAMLSS dispońıvel no software R; as correções nos erros-padrão e as medidas de

diagnóstico foram obtidas por macros desenvolvidas nesse pacote computacional.

7.1 Raiz quadrada da taxa de mortalidade por acidente de trânsito

Para a variável resposta Raiz quadrada da taxa de mortalidade por acidente de trânsito

foram ajustados os seguintes modelos

νit =
exp(x⊤

itβ)

1 + exp(x⊤
itβ)

, µit = exp(x⊤
itγ) e σit = exp(x⊤

itδ).

As estimativas dos parâmetros encontram-se na Tabela 2. As três últimas colunas da ta-

bela trazem os resultados corrigidos quando consideramos dependência entre as observações

(no caso assumindo uma matriz identidade para a matriz de correlação de trabalho (Liang

e Zeger, 1986)) e as três colunas anteriores trazem os resultados que seriam válidos caso

houvesse independência entre todas as observações. Ao comparar essas colunas, notamos

que o efeito da correção ocorre tanto no sentido de aumento como no de diminuição dos

erros-padrão. As diferenças mais importantes referem-se ao intercepto do modelo para µit

(γ) e para a variável Propmasc no modelo para σit (δ) que deixam de ser significativos ao

se corrigir o erro-padrão.

[Table 2 about here]

A Figura 1 apresenta os gráficos das medidas de diagnóstico (matriz de projeção,

distância de Cook e reśıduo padronizado) obtidas para cada um dos vetores dos parâmetros

de regressão: β, γ e δ. Observamos que a cidade Álvaro de Carvalho (SP) é destacada

como um ponto alavanca quando modelados os três vetores de parâmetros. Para modela-

gem da probabilidade (β), a resposta da cidade Itabira (MG) no ano de 2002 é considerada

influente e aberrante; para modelagem da média (γ), temos as cidades de Serra da Saudade

(MG) e Josenópolis (MG), ambas no ano de 2001 se destancando nos gráficos da distância
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de Cook e reśıduo padronizado. Na modelagem da dispersão (δ), é influente e aberrante a

informação oriunda da cidade Barra do Turvo (SP), ano 2000.

[Figure 1 about here]

7.2 Proporção de mortes por acidentes de trânsito

Os modelos de regressão constrúıdos para a variável reposta Proporção de mortes por

acidentes de trânsito são

νit =
exp(x⊤

itβ)

1 + exp(x⊤
itβ)

, µit =
exp(x⊤

itγ)

1 + exp(x⊤
itγ)

e σit = exp(x⊤
itδ).

As estimativas dos parâmetros encontram-se na Tabela 3. Assim como nos modelos

anteriores, o efeito da correção ocorre tanto no sentido de aumento como no de diminuição

dos erros-padrão. O destaque fica com a alteração na significância da variável Prop2029, no

modelo para σit (δ), em que o efeito deixa de ser significativo ao se considerar a existência

de associação entre as observações por meio de uma matriz de correlação identidade.

[Table 3 about here]

A Figura 2 apresenta os gráficos das medidas de diagnóstico (matriz de projeção,

distância de Cook e reśıduo padronizado) obtidas para cada um dos vetores dos parâmetros

de regressão: β, γ e δ. As três capitais (das quatro) da região sudeste são destacadas como

pontos alavanca na modelagem da média. Apesar de se tratar de proporção de mortalidade,

ou seja, a variável já pondera o tamanho das cidades envolvidas no ajuste, sabe-se que as

capitais (grandes cidades) têm um tráfego mais intenso possibilitando maiores ocorrência

de acidentes de trânsito. Essa caracteŕıstica é percebida no diagnóstico. As demais cidades

indicadas nos gráficos dessa figura apareceram possivelmente por caracteŕısticas peculiares

às pequenas cidades como, por exemplo, maior concentração de idosos e maior tráfego de

bicicletas.

[Figure 2 about here]

8 Comentários finais

Neste artigo apresentamos funções de estimação e métodos de diagnósticos para modelos

de regressão com vaŕıável dependente inflacionadas e estrutura de dependência. A de-

pendência entre as observações foi tratada de modo análogo às funções de estimação de

independência de Liang e Zeger. Uma extensão natural é o desenvolvimento de funções de

estimação semelhantes às Equações de Estimação Generalizadas e os respectivos métodos

diagnósticos.
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Tabela 1: Descriptive statistics of the square-root of the annual mortality index by transit accidents and of the

proportion of death by transit accident in the cities of the southeast region of Brazil

Index Proportion

Statistics 2000 2001 2002 2000 2001 2002

% of zeros 37,9 39,6 38,0 37,8 39,6 37,8

Minimum positive observation 1,0 1,0 1,2 0,2 % 0,1 % 0,2 %

Maximum 18,4 17,9 15,9 75 % 75% 80 %

Mean 3,0 2,9 3,0 4,6 % 4,3 % 4,7 %

Standard Deviation (SD) 2,8 2,8 2,8 7,6 % 7,4 % 7,9 %

Mean of the positive observations 4,8 4,8 4,9 7,3 % 7,2 % 7,6 %

SD of the positive observations 2,1 2,0 2,0 8,6 % 8,4 % 8,9 %

n 1665 1657
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Tabela 2: Parameter estimates described in θ2 = (β⊤,γ⊤, δ⊤)⊤, of the standard error (SE) when there is

supposition of independence among all observations (without correction) and when there is supposition of

dependence among the observations of the same experimental unit (with correction), both modeled by ZAIG

distribution under heterogeneity of dispersion parameter.

WITHOUT correction WITH correction

β Estimate SE t P-value SE t P-value

Intercept 31,118 2,305 13,499 0,000 2,601 11,965 0,000

Year01 0,119 0,092 1,288 0,198 0,084 1,414 0,157

Year02 0,004 0,092 0,043 0,965 0,084 0,047 0,962

Lnpop -1,588 0,061 -26,093 0,000 0,068 -23,530 0,000

Propurb -0,253 0,261 -0,969 0,333 0,319 -0,793 0,428

Propmasc -0,095 0,039 -2,409 0,016 0,046 -2,079 0,038

Prop2029 -0,093 0,031 -3,006 0,003 0,035 -2,634 0,009

IDHE -13,163 0,981 -13,416 0,000 1,191 -11,056 0,000

γ Estimate SE t P-value SE t P-value

Intercept 0,843 0,463 1,820 0,069 0,618 1,363 0,173

Year01 -0,003 0,017 -0,186 0,852 0,012 -0,273 0,785

Year02 0,018 0,017 1,042 0,298 0,011 1,536 0,125

Lnpop -0,130 0,009 -15,134 0,000 0,013 -10,302 0,000

Propurb -0,312 0,058 -5,369 0,000 0,083 -3,741 0,000

Propmasc 0,004 0,008 0,471 0,637 0,012 0,330 0,741

Prop2029 0,005 0,006 0,808 0,419 0,010 0,543 0,587

IDHE 2,325 0,020 114,763 0,000 0,275 8,457 0,000

δ Estimate SE t P-value SE t P-value

Intercept -0,923 0,873 -1,057 0,291 1,050 -0,879 0,380

Year01 -0,009 0,031 -0,288 0,773 0,028 -0,320 0,749

Year02 -0,014 0,031 -0,435 0,663 0,028 -0,491 0,623

Lnpop 0,102 0,016 6,557 0,000 0,020 5,132 0,000

Propurb -0,311 0,106 -2,950 0,003 0,123 -2,527 0,012

Propmasc -0,032 0,016 -2,062 0,039 0,020 -1,571 0,116

Prop2029 0,013 0,012 1,081 0,280 0,016 0,822 0,411

IDHE -0,215 0,381 -0,564 0,573 0,480 -0,447 0,655
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Diagnostic measures to model the PROBABILITY (β)
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Diagnostic measures to model the MEAN (γ)
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Diagnostic measures to model the DISPERSION (δ)
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Figura 1: Plot of the diagnostic measures (hat matrix, Cook’s distance and standardized residual) obtained for

each vector of the regression parameters: β, γ and δ. Regression model ZAIG under heterogeneity dispersion.
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Tabela 3: Parameter estimates described in θ2 = (β⊤,γ⊤, δ⊤)⊤, of the standard error (SE) when there is

supposition of independence among all observations (without correction) and when there is supposition of

dependence among the observations of the same experimental unit (with correction), both modeled by BEZI

distribution under heterogeneity of dispersion parameter.

WITHOUT correction WITH correction

β Estimate SE t P-value SE t P-value

Intercept 31,498 2,319 13,583 0,000 2,621 12,018 0,000

Year01 0,133 0,093 1,430 0,153 0,084 1,583 0,114

Year02 0,000 0,093 0,000 1,000 0,085 0,000 1,000

Lnpop -1,601 0,061 -26,246 0,000 0,068 -23,544 0,000

Propurb -0,278 0,262 -1,061 0,289 0,321 -0,866 0,387

Propmasc -0,099 0,040 -2,475 0,013 0,046 -2,152 0,032

Prop2029 -0,098 0,031 -3,161 0,002 0,036 -2,722 0,007

IDHE -13,152 0,986 -13,339 0,000 1,198 -10,978 0,000

γ Estimate SE t P-value SE t P-value

Intercepto -5,792 0,985 -5,880 0,000 1,625 -3,564 0,000

Year01 0,000 0,034 -0,009 0,993 0,029 -0,010 0,992

Year02 0,051 0,034 1,500 0,134 0,028 1,821 0,069

Lnpop -0,428 0,017 -25,176 0,000 0,042 -10,190 0,000

Propurb -0,693 0,122 -5,680 0,000 0,210 -3,300 0,001

Propmasc 0,067 0,018 3,722 0,000 0,030 2,233 0,026

Prop2029 0,107 0,014 7,643 0,000 0,023 4,652 0,000

IDHE 3,176 0,435 7,301 0,000 0,725 4,381 0,000

δ Estimate SE t P-value SE t P-value

Intercept 1,351 1,792 0,754 0,451 3,040 0,444 0,657

Year01 0,027 0,065 0,415 0,678 0,070 0,386 0,700

Year02 -0,014 0,064 -0,219 0,827 0,071 -0,197 0,844

Lnpop 0,536 0,032 16,750 0,000 0,089 6,022 0,000

Propurb 1,081 0,217 4,982 0,000 0,379 2,852 0,004

Propmasc -0,014 0,032 -0,438 0,662 0,057 -0,246 0,806

Prop2029 -0,070 0,025 -2,800 0,005 0,045 -1,556 0,120

IDHE -2,779 0,791 -3,513 0,000 1,334 -2,083 0,037
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