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RESUMO

Este projeto tem como objetivo desenvolver uma plataforma para otimizar decisdes de compra
e venda de moedas estrangeiras, utilizando técnicas de machine learning. A estratégia aplicada
é a long-short, que mantém simultaneamente posi¢des compradas (long) em moedas com
expectativa de valorizacdo e vendidas (short) em moedas com expectativa de desvalorizagéo.
O problema abordado é a dificuldade em prever movimentos no mercado cambial devido a
volatilidade e a complexidade dos fatores externos que o influenciam, o que limita a eficacia
de estratégias tradicionais. O uso de machine learning busca aumentar a precisdo dessas
previsdes e identificar oportunidades de investimento que complementem analises
convencionais. A metodologia inclui a coleta e analise de dados financeiros diarios de pares de
moedas indexadas ao ddlar, seguida de um processo de ranqueamento para identificar quais
moedas devem ser compradas e quais devem ser vendidas. Este trabalho parte dos modelos
preditivos ja desenvolvidos pela empresa parceira, aprimorando-0s com a incorporacdo de
novos sinais financeiros e ajustes na metodologia de ranqueamento, para aumentar a precisdo

das previsdes.

Palavras-chave: Machine Learning; Carteira Long-Short; Moedas Estrangeiras; Analise

Financeira; Sinais de Investimento.
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1. Estudos Preliminares

1.1  Origem do Desafio

Este projeto foi proposto pela Legacy Capital, uma gestora de investimentos que busca
inovar na otimizacao de carteiras no mercado cambial. A organizacdo identificou a necessidade
de explorar 0 uso de técnicas de machine learning para aprimorar estratégias tradicionais de
investimento, visando melhorar a previsibilidade e adaptabilidade em um mercado altamente
volatil, isto ¢, com um grau elevado de variagdo do preco de um ativo. Isso porque, hoje em
dia, esta andlise estd pautada unicamente no conhecimento de mercado dos analistas que
compdem a equipe da empresa.

O projeto busca solucionar as limitacdes das estratégias tradicionais de investimento em
moedas estrangeiras, que muitas vezes ndao conseguem se adaptar rapidamente a novas
informacdes de mercado. Com a aplicagdo de machine learning, espera-se criar uma estratégia
capaz de gerar retornos superiores, aos ja atingidos hoje pela gestora.

Para a Legacy Capital, o sucesso do projeto pode significar a implementacdo de novos
métodos de investimento, resultando em uma vantagem competitiva no mercado, uma vez que
possibilitaria uma rentabilidade maior dentro de suas carteiras para seus investidores. Para 0s
estudantes, o projeto oferece experiéncia pratica em financas e machine learning, além de

desenvolver habilidades essenciais para suas futuras carreiras.

1.2 Proposta do Projeto

Dentro do mercado cambial, a compra e venda, se da de maneira conjunta. Tornando
muito comum a expressdo, long-short, quando se trata de uma carteira de investimentos em
moedas. 1sso pode ser explicado pela natureza dos pares de moedas e as dinamicas especificas
desse setor.

Para tornar esta ideia mais clara, desde o inicio, é de suma importancia compreender
essa terminologia: long-short. Os termos em si, referem-se a estratégias especificas de compra
e venda de pares de moedas, nos quais cada operacdo envolve simultaneamente a compra de
uma moeda e a venda de outra. Ao optar por uma posi¢do “long™ ou "short" em um par, 0
investidor esta especulando sobre a valoriza¢do ou desvalorizagdo de uma moeda em relacéo a
outra, respectivamente. O par, anteriormente mencionado, € composto por uma moeda base
(primeira moeda no par), que o investidor compra ou vende, e por uma moeda de cotagédo
(segunda moeda do par), que é basicamente o0 quanto da moeda é necessario comprar para uma

unidade de moeda base.



Adentrando um pouco mais, uma posi¢do long ocorre quando o investidor adquire a
moeda base de um par, esperando que ela se valorize em relagdo a moeda cotada. Por exemplo,
ao assumir uma posicdo "long" no par EUR/USD, o investidor compra Euros em troca de
Dolares, apostando na valorizacdo do Euro frente ao Dolar. Se a cotacdo do EUR/USD estiver
em 1,10, isso indica que 1 Euro equivale a 1,10 Dolares. Caso o investidor acredite que o valor
do Euro aumentara, ele compra o par, esperando que a taxa suba, por exemplo, para 1,15.
Assim, ao vender o par a esse novo valor, o investidor lucra com a diferenca de preco.

Para ilustrar essa estratégia de long, considere o grafico abaixo de preco ao longo do
tempo. No eixo y temos a taxa de cdmbio EUR/USD e no eixo x o tempo. A linha de preco
comeca em 1,10 e, ao longo do tempo, sobe até 1,15. Quando o investidor entra na posi¢éo, o
grafico mostra uma compra no ponto 1,10 e, posteriormente, uma venda no ponto 1,15,

evidenciando o lucro obtido com a valorizacao do Euro em relacdo ao Ddlar.

Estratégia Long - EUR/USD
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Figura 1: Estratégia Long

Por outro lado, uma posicdo short ocorre quando o investidor vende a moeda base do
par, esperando que ela se desvalorize em relagdo a moeda cotada. Nesse caso, o investidor esta
apostando na queda do valor da moeda base. Importante ressaltar que, para assumir uma posi¢ao
short, o investidor ndo precisa necessariamente possuir a moeda base, pois ele pode "alugar" a
mesma para vendé-la e, posteriormente, recompra-la a um prego mais baixo. Utilizando o
mesmo par EUR/USD como exemplo, ao estar "short™ nesse par, o investidor vende Euros e
compra Dolares, acreditando que o Euro ira se desvalorizar frente ao Ddlar. Suponha 0 mesmo
exemplo em que o par EUR/USD esteja cotado em 1,10 e o investidor acredite que o Euro caira



para 1,05. Ele faz a venda a 1,10 e, quando o valor realmente cai para 1,05, ele recompra os
Euros, obtendo um lucro na diferenga.

No grafico da estratégia short, a representacdo é oposta ao grafico da estratégia long.
Novamente, tem-se a taxa de cAmbio no eixo y e 0 tempo no eixo X. A linha de preco comeca
em 1,10 e, ao longo do tempo, cai para 1,05. O investidor inicia a posi¢do vendendo no ponto
1,10 e, depois, recompra no ponto 1,05, mostrando o lucro obtido com a queda do valor do Euro

em relacdo ao Dolar.
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Figura 2: Estratégia Short

Apds estabelecer a estrutura da estratégia adotada, a metodologia do projeto, consiste
em combinar sinais de investimento tradicionais do mercado cambial, que sdo importantes para

definir o caminho que aquela moeda pode seguir. Entre os sinais utilizados, destacam-se:

.  Momentum da Taxa de Cambio: Andlise da tendéncia de valorizacdo ou
desvalorizacdo das moedas em diferentes horizontes temporais.
Il.  Carry Trade: Diferenca das taxas de juros entre moedas, explorando a expectativa
de que moedas com taxas de juros mais altas apresentem valorizagéo.
I1l.  Mudanca na Taxa de Juros: Avaliacdo do impacto de mudangas nas taxas de juros
sobre o valor das moedas.
IV. Inclinacdo da Estrutura a Termo da Taxa de Juros: Utilizagdo da inclinagdo da
curva de juros como indicador de expectativas de inflacéo e crescimento econdémico.
V.  Fluxo de Capital: Monitoramento dos fluxos de capital para 0 mercado de aces e

sua relacdo com a valorizagdo cambial.
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Todos os estes serdo analisados e considerados como insumos na hora da criagdo de

modelos de machine learning.

Dessa maneira o objetivo desse projeto é desenvolver e avaliar o desempenho de uma
carteira long-short de moedas estrangeiras, utilizando uma combinacdo de sinais de

investimento tradicionais e técnicas de machine learning.

Além disso este projeto ndo apenas visa criar uma estratégia de investimento eficiente,
mas também contribuir para a literatura académica e pratica no campo de financas quantitativas.
A aplicacdo de machine learning no contexto de estratégias de investimento em moedas é
relativamente nova, conforme apontado por estudos recentes, como o da CFA Institute (2023),
que destaca a crescente adogdo dessas técnicas na gestdo de risco e alocacdo de portfélio, e o
da Millennium Global (2024), que discute o uso de machine learning para aprimorar a gestao
de risco cambial e a identificacdo de padrdes complexos. Tornando assim, um trabalho que

oferece uma abordagem exploratéria e inovadora ao mesmo tempo para o0 mercado financeiro.

1.3 Escopo do projeto

O escopo deste projeto visa delimitar claramente as responsabilidades e entregas do
grupo, bem como as premissas e restricdes que guiardo o desenvolvimento das atividades. O
grupo se compromete a desenvolver codigos explicativos que documentam detalhadamente o
processo de modelagem e as técnicas utilizadas, com recomendacdes de compra e venda,
levando em conta que a deciséo final devera ser cuidadosamente avaliada por especialistas.

Para isso, 0 projeto sera dividido em sete etapas principais:

I. Entendimento do Problema: Nesta fase, serdo definidos o0s objetivos
especificos do projeto e as hipoteses de trabalho. Isso inclui a compreensao
detalhada dos mecanismos de funcionamento do mercado de cambio e a
identificacdo das varidveis que mais influenciam os movimentos das taxas de
cambio.

Il.  Aquisicdo de Dados: Esta etapa envolverd a coleta de dados financeiros e
macroeconémicos de alta frequéncia, que serdo utilizados na analise e
modelagem subsequente. Fontes de dados confiaveis e abrangentes seréo
selecionadas para garantir a qualidade das informacoes.

1. Pré-Processamento: Antes de aplicar qualquer técnica de modelagem, os dados

coletados serdo limpos e transformados para remover inconsisténcias, lidar com
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dados ausentes e normalizar as variaveis, de modo a preparé-los para a anélise
subsequente.

IV.  Analise Descritiva: Nesta etapa, sera realizada uma analise exploratoria dos
dados, utilizando estatisticas descritivas e visualiza¢Ges graficas para identificar
padrBes, tendéncias e possiveis outliers nos dados de cdmbio e nas variaveis
macroecondmicas associadas.

V. Modelagem: Esta fase do projeto envolvera a aplicacao de técnicas de machine
learning para a construcdo dos modelos preditivos. Serdo testados diferentes
algoritmos para a selecdo dos melhores horizontes temporais e para a
combinacéo dos sinais de investimento.

VI. Avaliacdo: Apds a modelagem, os resultados serdo avaliados utilizando
métricas de desempenho apropriadas, como retorno ajustado ao risco, acuracia
preditiva e robustez dos modelos. Serédo realizadas anélises de backtesting para
validar a eficécia das estratégias propostas.

VIlI. Entrega: Esta etapa também incluira a documentacdo do processo e a

preparacdo de uma apresentacao final para o time da Legacy Capital.

1.4 Riscos Envolvidos

A analise de riscos do projeto abrange trés pilares determinantes, sendo eles: riscos
regulatérios, financeiros e operacionais. Estes sdo fundamentais para avaliar a viabilidade e
sucesso a longo prazo, da solucéo a ser desenvolvida pelo grupo.

Dado que o escopo do projeto envolve diretamente transacdes internacionais, as quais
sdo influenciadas por sinais provenientes de diferentes paises, torna-se crucial considerar as
regulamentagdes internacionais que regem as operagdes financeiras com moedas estrangeiras.
Um exemplo, que pode impactar o projeto € a restricdo ao carry trade, uma estratégia de
investimento que pode ser limitada por politicas monetarias restritivas ou controles de capital
em determinados paises. Mudangas como essas podem limitar a aplicabilidade das estratégias
desenvolvidas. Todavia, esse risco pode ser mitigado por meio de uma analise continua do
ambiente regulatorio e pela adaptacdo das estratégias as novas exigéncias legais.

No que diz respeito aos riscos financeiros, até 0 momento, nao foi identificado nenhum
impasse monetério significativo para a realizacdo do projeto.

Em relacdo aos riscos operacionais, eles estdo relacionados a conectividade e a
manutencdo continua da solucdo junto a empresa parceira, que, além de integrar o algoritmo

aos Seus processos internos, precisara estar atenta as melhorias necessarias ao longo do tempo
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para assegurar uma eficiéncia duradoura. E importante destacar que, no futuro, com a
plataforma em méos, a interpretacdo humana continuara sendo um fator critico para o sucesso
dos investimentos. Embora a plataforma forneca recomendacdes, a decisao final devera ser
cuidadosamente avaliada por especialistas.

Por fim, outro aspecto crucial deste pilar de riscos envolve o recebimento de dados e a
colaboracdo com nossos parceiros. Em questdo com o recebimento dos dados, ndo foi
identificado nenhum tipo do problema, ja que eles foram fornecidos pela empresa parceira com
a qualidade necessaria para o desenvolvimento e analise das estratégias propostas. Além disso,
a colaboracdo com os parceiros esta bem encaminhada, com contato direto e continuo, além das
reunides semanais previstas no cronograma do projeto.

Com objetivo de ilustrar de maneira visual, é apresentada abaixo uma matriz que
categoriza 0s principais riscos identificados no projeto, em relacdo a impacto (eixo y) e a

probabilidade (eixo x) de cada um deles:

Matriz de Riscos

Conectividade e manutencao
X

Risco Financeiro Mudancas nas regulamentagoes
x x

ALTO

Interpretacao humana
X

IMPACTO

Participacao de parceiros
X

BAIXO

Recebimento de Dados
X

BAIXO ALTO
PROBABILIDADE

Figura 3: Matriz de Riscos
1.5 Recursos Necessarios

Como ja comentando previamente, 0 projeto ndo possui a necessidade de recursos
financeiros. Os principais recursos exigidos sdo humanos e tecnoldgicos. O trabalho serd
realizado pela equipe de estudantes, com apoio dos professores orientadores e dos profissionais
da organizacdo parceira. Em paralelo, o projeto dependera do acesso a informacdes e bases de

dados financeiras para a analise e modelagem das estratégias de investimento. Dessa maneira,
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a viabilidade do projeto estd associada pela capacidade da equipe em gerir esses recursos

disponiveis de maneira efetiva.

1.6 Cronograma

O cronograma é uma ferramenta para garantir o0 acompanhamento e execucdo do

projeto. Abaixo, foi criado uma tabela com uma viséo detalhada da jornada de trabalho:

Principais Pilares do Capstone

Evento
Entendimento Geral do Projeto
Reunides com equipe da empresa para entendimento e
conexao do mundo financeiro e machine learning
Testando modelos gerais
Teste de modelos de regressao linear e ensemble models
para prever a cotacdo das moedas no futuro
Conhecimento em Financas
Ponto importante, no qual foi necessario dar um passo atras
para entender a fundo o mercado financeiro e assim
conseguir implementa-lo a realidade de engenharia
Ajustes necessarios
Através das etapas anteriores, somando artigos técnicos e
conversas com a empresa, ficou evidente, a necessidade de
utilizar o retorno como a variavel target.
Reestruturacao do projeto
Etapa alinhada com feedbacks intermediarios — alinhamento
com a banca de avaliadores de objetivos a serem atingidos
Teste de novos modelos
Testes de modelos de regressao linear e ensemble models,
com pré-processamentos diferentes - junto com a criagcao
de diferentes pipelines
Decisdo pelo melhor modelo
Processo de decisdao do melhor modelo levando em
consideracao o desempenho fora da amostra

Reunides Semanais Legacy

Reunides1a3

Reunides iniciais para entendimento geral
Reunides4a6

Construcao de modelos

Reunides7a 10

Etapa de apresentacao de resultados intermedidrios
Reunides 11a13

Ajustes finais + testes fora da amostra

Tabela 1: Cronograma do Projeto

Data de Inicio

09/08/2024

14/08/2024

23/08/2024

06/09/2024

25/09/2024

11/10/2024

08/11/2024

09/08/2024

30/08/2024

20/09/2024

18/10/2024

Data Final
23/09/2024

31/09/2024

19/09/2024

25/09/2024

09/10/2024

07/11/2024

12/11/2024

23/08/2024

13/09/2024

11/10/2024

08/11/2024



1.7 Gestdo do Projeto
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A abordagem agil serd adotada para a gestdo do projeto, pois permite ajustes rapidos

com base em feedbacks continuos, facilitando a melhoria incremental dos modelos e a

adaptacéo a novas descobertas.

A seguir, encontram-se 0s pontos chaves para a aplicacdo da metodologia em questéo:

VI.

Planejamento inicial: sera elaborado um planejamento inicial para definir
0 objetivo do projeto, identificar os stakeholders e estabelecer um backlog
com as funcionalidades e tarefas necessarias.

Sprints: o projeto sera dividido em ciclos curtos e continuos de trabalho,
conhecidos como sprints. Cada um deles tera um conjunto especifico de
tarefas e objetivos, possibilitando entregas incrementais e ajustes rapidos.
Reunides regulares: serdo realizadas reunides periddicas com o objetivo de
acompanhar o progresso, identificar impedimentos e revisar sprints.
Feedback Continuo: a coleta de feedbacks sera continua e ocorrera apos
cada sprint, pois permitird a validacao dos resultados e a realizacdo de ajustes
necessarios para a melhoraria dos modelos.

Ferramentas: visando garantir alinhamento entre a equipe, serdo utilizadas
ferramentas de gestdo agil para organizar e acompanhar o progresso das
tarefas e sprints.

Documentacdo: durante o desenvolvimento do projeto seré realizada uma
documentacdo focada em registrar decisdes importantes, resultados das

iteracOes e aprendizados obtidos durante as sprints.

1.8 Mapeamento dos stakeholders

O mapeamento dos stakeholders envolve a identificacdo das principais partes

interessadas, a definicdo de seus papeéis e expectativas. Ao compreender melhor quem séo 0s

stakeholders e o0 que eles esperam do projeto, € possivel garantir que suas necessidades sejam

atendidas e que a comunicacdo seja clara e eficaz ao longo de todas as fases do

desenvolvimento.

A tabela a seguir apresenta uma viséo detalhada dos principais stakeholders envolvidos

neste projeto, destacando seus respectivos papéis e expectativas:
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Stakeholder

Posicéo

Papel no Projeto

Expectativas

Marco Lyrio

Head of Quant
Research

Parceiro

Alinhar sobre as
expectativas do
projeto, esclarecer
sobre conceitos
técnicos e analisar 0s

resultados obtidos.

Marcel Aranha

FX Strategist

Parceiro

Alinhar sobre as
expectativas do
projeto, esclarecer
sobre conceitos
técnicos e analisar 0s

resultados obtidos.

Marcelo Leal

FX Analyst

Parceiro

Fornecer dados
necessarios para
analise, esclarecer
sobre conceitos
técnicos e analisar 0s

resultados obtidos.

Thiago Onohara

FX Analyst

Parceiro

Fornecer dados
necessarios para
analise, esclarecer
sobre conceitos
técnicos e analisar 0s

resultados obtidos.

Fabricio Barth

Professor

Orientador

Orientar o grupo na
metodologia do
projeto e fornecer
feedbacks continuos
sobre o progresso e
resultados

alcancados

Tabela 2: Stakeholders do Projeto
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1.9 Pesquisa de Trabalhos Relacionados

A aplicacdo de técnicas de inteligéncia artificial e aprendizado de méaquina tem se
expandido no desenvolvimento de estratégias de investimento em diversos mercados
financeiros, incluindo a¢des e moedas estrangeiras. Estudos recentes indicam que o uso de
algoritmos pode auxiliar na identificacdo de padrées em dados financeiros, permitindo a criacao
de modelos preditivos.

No mercado cambial, os precos das moedas sdo influenciados por uma combinacéo de
fatores e dindmicas de mercado. Fatores englobam indicadores econdmicos como inflagéo,
taxas de juros e termos de troca, enquanto as dinamicas de mercado incluem aspectos como
sentimento do mercado, posi¢bes consensuais e indicadores técnicos (Xu, 2023). Capturar e
interpretar esses fatores € importante para o desenvolvimento de estratégias eficazes de
gerenciamento de risco cambial.

Han, Zhou e Zhu (2016) investigaram a eficacia de um "fator de tendéncia” que combina
informacdes de diferentes horizontes temporais para aprimorar o desempenho de carteiras de
acoes. Eles exploraram como sinais de momentum de curto prazo e reversao de longo prazo
podem ser integrados para identificar oportunidades de investimento. O momentum de curto
prazo refere-se a tendéncia de ativos com retornos positivos recentes continuarem a apresentar
bom desempenho no curto prazo. Ja a reversdo de longo prazo sugere que ativos com retornos
elevados por um periodo prolongado tendem a apresentar retornos menores no futuro.

No estudo, os autores combinaram informacdes de retornos passados em horizontes que
variam de 1 més a 5 anos, construindo um fator que captura tendéncias de mercado de forma
mais precisa. Os resultados indicaram que essa abordagem gera retornos superiores,
especialmente em periodos de alta volatilidade. Embora o estudo tenha sido realizado no
contexto de acdes, a metodologia pode ser adaptada ao mercado cambial, onde tendéncias e
reversdes também ocorrem.

Conforme discutido por Ishizawa (2008), modelos de volatilidade estatistica
desempenham um papel fundamental na analise de retornos de ativos financeiros,
especialmente em mercados de alta volatilidade, como o cambial. Ishizawa destaca que a
analise detalhada dos retornos permite uma modelagem mais precisa dos riscos associados e,
consequentemente, melhora a eficacia das estratégias de investimento. Esta abordagem de
anélise de volatilidade é aplicavel ao mercado de moedas, onde mudancas abruptas nos retornos
podem refletir movimentos especulativos ou eventos econémicos globais.

Além desses estudos, a incorporacdo de técnicas de aprendizado de maquina no

processo de investimento tem sido amplamente discutida. Xu (2023) destaca que avangos em
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inteligéncia artificial proporcionam aos participantes do mercado capacidades aprimoradas para
identificar os fatores que direcionam o mercado cambial, através da analise de fontes de dados
alternativas e modelos que capturam interacfes nao lineares entre os drivers do mercado e as
taxas de cambio. Por exemplo, algoritmos de aprendizado de maquina podem ser utilizados
para explorar a relagdo complexa entre maltiplos fatores econdmicos e 0 movimento das taxas
de cdmbio, superando as limitages dos modelos lineares tradicionais.

O CFA Institute (2023) também discute como o aprendizado de maquina esta
transformando o processo de investimento. O uso de algoritmos permite que gestores analisem
grandes volumes de dados para identificar padrdes e correlagfes, incluindo dados néo
estruturados como textos de noticias e relatorios financeiros. 1sso é particularmente relevante
no mercado cambial, onde as taxas de cambio sdo influenciadas por uma variedade de fatores
econémicos e geopoliticos que podem ser dificeis de quantificar usando métodos tradicionais.

No contexto deste projeto, pretende-se integrar as abordagens mencionadas para
desenvolver uma estratégia de investimento em moedas estrangeiras utilizando técnicas de
aprendizado de maquina. A proposta é aplicar modelos que possam capturar tanto as tendéncias
de curto e longo prazo nas taxas de cambio, conforme explorado por Han, Zhou e Zhu (2016),
quanto os prémios de assimetria nos retornos das moedas, conforme discutido por Langlois
(2019). Além disso, serdo utilizadas técnicas de aprendizado de méaquina para identificar
padrdes ndo lineares e interacdes entre os fatores que influenciam o mercado cambial,
alinhando-se as recomendacdes de Xu (2023) e do CFA Institute (2023).

Ao aplicar esses modelos ao mercado de moedas, busca-se identificar quais pares de
moedas tém maior probabilidade de valorizacéo ou desvalorizacdo, permitindo a construcéao de
uma carteira long-short. Nessa estratégia, seriam assumidas posi¢cdes compradas (long) nas
moedas com potencial de valorizacdo e posi¢des vendidas (short) nas moedas com potencial de
desvalorizacdo. A selecdo dos pares de moedas e a alocagéo das posic¢oes seriam baseadas nos
resultados dos modelos de aprendizado de méaquina, que consideram uma ampla gama de
fatores e dados historicos.

A literatura aponta para a eficacia da combinacéo de sinais de momentum e reversao em
diferentes horizontes temporais, bem como para a relevancia dos prémios de assimetria na
previsdo de retornos. Além disso, o uso de técnicas de aprendizado de maquina permite capturar
relagbes nos dados financeiros, potencialmente melhorando a capacidade preditiva dos
modelos. Este projeto pretende integrar essas abordagens no contexto do mercado cambial,

contribuindo para o desenvolvimento de estratégias.
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2. Metodologia

2.1 Coleta de dados sobre o projeto

O dataset utilizado no projeto, foi disponibilizado pela empresa parceira. Organizado
em uma planilha do Excel, cada varidvel financeira (no total sdo 12) estdo dispostas em
planilhas separadas, sendo estas escolhidas pela equipe da empresa, dada a relevancia nas
decisbes do mercado de cambio. Em cada uma das planilhas os dados sdo diarios, abrangendo
apenas dias Uteis, no periodo de 2000 a 2019. As linhas, que somam 5217 observacdes,
correspondem as datas, enquanto as colunas representam as 28 moedas (como USD, BRL,
AUD, etc.).

Esse intervalo de tempo, de 2000 a 2019, foi escolhido para permitir a previsdo dos
préximos anos, incluindo o ano atual (2024), de forma a medir o desempenho do modelo com
base nas variacdes cambiais ja observadas até o presente momento, para assim, posteriormente
aplicar para uma janela futura de tempo, e analisar os resultados do modelo desenvolvido fora

da amostra de teste.

2.2 Analise dos dados coletados

Abaixo, serdo explicadas cada uma das variaveis que foram fornecidas pela Legacy
Capital. A andlise desses dados € importante para o desenvolvimento do projeto, uma vez que
este € 0 primeiro passo para uma compreensdo adequada dos principais fatores que podem

influenciar o mercado futuro de cambio:
1) FXSpot

A variavel FXSpot representa a taxa de cambio a vista entre diversas moedas indexadas
ao dolar americano (USDXXX). Ou seja, reflete o valor atual pelo qual uma moeda pode ser
trocada por dolares em transacdes imediatas no mercado, sendo determinada dia a dia com base
na oferta e demanda. Dessa maneira, 0 FXSpot € um indicador que atua como referéncia no

mercado cambial, uma vez que que o délar serve como moeda de parametro global.

2) FXSpotCR

A varidvel FXSpotCR é bem proxima a varidvel FXSpot, todavia neste caso, ela
representa a taxa de cdmbio a vista entre diversas moedas e o ddlar americano, ajustada de
acordo com o carry (custo da diferenca de juros entre duas moedas). O valor é expresso como

um indice que incorpora o efeito do carrego, o qual reflete a diferenca de juros entre as moedas
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envolvidas. As condicdes de carry e fatores econdmicos impactam esse sinal, tornando-o
importante para estratégias de cdmbio que buscam se beneficiar do diferencial de juros entre 0s

mercados.

3) Rates2y

A varidvel Rates2y representa as taxas de juros de titulos de dois anos emitidos por
diferentes paises. Essas taxas refletem o rendimento oferecido por titulos com vencimento neste
periodo, sendo um indicador importante das expectativas do mercado quanto as condigdes
econdmicas e politicas monetarias futuras. Novamente, aspectos como inflagdo e decisbes dos
bancos centrais afetam diretamente o comportamento dessas taxas, as quais sdo fundamentais
para o entendimento do custo de capital de médio prazo e seu impacto no valor das moedas no
mercado cambial. Abaixo, foi elaborado um esquematico que representa um possivel cenario

no qual as taxas podem ser ajustadas de acordo com o cendrio econémico de um pais:

Cenario de Inflagao Aumento da Taxa de Juros
. Banco Central (BC)
precos de bens e servigos aumentam 0= 0 0o0—=— == — = ——— - > encarece o crédito e reduz o
continuamente ao longo do tempo, consumo e o investimento

reduzindo o poder de compra da moeda.

Figura 4: Esquematico Autoral - Taxa de Juros

Além disso, existem algumas premissas baseadas na estrutura de taxas de juros da
literatura financeira que permitem gerar hipdteses de acordo com o a inclinacdo da curva da
Estrutura a Termo das Taxas de Juros Estimada (ETTJ), na qual no Brasil, é baseada
principalmente em taxas de DI-over (curto prazo) e contratos de DI Futuro da Bolsa de Valores

(B3), que podem ser utilizadas futuramente como insights para construgéo do projeto:

Taxa
(Yieid)
A

Normal (Upward sloping)

Uniforme (Flaf)

7 T

Invertida (Downward sloping)

>
>

Prazo (Term)

Figura 5: Curva da Estrutura a Termo das Taxas de Juros (ETTJ)
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ETTJ Explicacbes

= Tipicamente, reflete expectativas de uma economia saudavel;
= Os investidores ndo esperam choques inflacionarios no horizonte;
ETTJ “normal” = A curva indica taxas maiores, mas ndo excessivamente maiores, para prazos mais

longos.

= Indica que o mercado esta preocupado em relagéo a economia;
= Pode indicar que a economia estd em um ponto de inflexdo, o qual precede uma

ETTJ “plana” recessdo;
= Normalmente antecede uma curva de juros invertida.

= Indica que o mercado espera uma diminuig¢do no ritmo da economia;

» N&o é um indicador de uma economia saudavel;

= Por isso, é esperado que o Banco Central baixe as taxas de juros no futuro para
) ) estimular a atividade;

ETTJ “invertida” . : . ;
= Investidores de longo prazo buscam investimentos seguros, como titulos do
tesouro: a maior demanda por estes titulos causa um aumento em seus precos e,

consequentemente, uma queda nas taxas.

Tabela 3: Tabela explicativa da ETTJ

4) Ratesby

A variavel Rates5y € semelhante a Rates2y, mas nesse caso, se refere as taxas de juros
de titulos com vencimento em cinco anos. A principal diferenca esta no prazo mais longo, que
reflete as expectativas do mercado em um horizonte de tempo maior. Titulos com esse nimero
de anos tendem a incorporar uma visdo mais abrangente sobre as tendéncias econdmicas e 0s
riscos de longo prazo, como inflagdo futura e ajustes na politica monetaria de cada pais. Esse
periodo extenso incorpora também uma maior sensibilidade as flutuagdes macroecondmicas e
incertezas de longo prazo, o que pode impactar diretamente o valor das moedas no mercado

cambial de forma diferente em relagdo aos titulos de curto prazo.

5) Bolsas

A variavel Bolsas representa os proxies (indices de acGes) de diferentes paises,

refletindo o desempenho das principais empresas listadas nas respectivas bolsas de valores.
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Esses indices sdo usados como indicadores da satde econdmica e sdo influenciados por diversos
fatores econémicos como crescimento do PIB, taxas de juros e eventos geopoliticos. A variacdo
nesse sinal pode impactar o mercado cambial, uma vez que o desempenho das bolsas pode estar
relacionado ao fluxo de capitais internacionais e a percepcao de risco nos mercados globais em
relagdo a um determinado pais. Abaixo, tem-se um exemplo sobre a influéncia desse sinal de

investimento, vale ressaltar que o contrario também ocorre:

indice de Proxy alto Aumento de atratividade Valorizagao da moeda
Indicativo de crescimento ou boas = ====-- * atraiinvestidores estrangeiros —————— » apreciagao da moeda local - mais
perspectivas econémicas em busca de retornos maiores capital estrangeiro na economia

(lei da oferta e demanda)

Figura 6: Esquematico Autoral — Influéncia da Bolsa

6) CTOT (Commodity Terms of Trade Index)

A variavel CTOT representa o indice de termos de troca de commodities de um pais em
relacdo ao mercado global. Esse indice mede a performance relativa entre os precos de
exportacdo e os precos de importacdo de commaodities. Um valor positivo para 0 CTOT indica
que os precos de exportacdo superaram 0s pre¢os de importacdo, sugerindo uma melhora nos
termos de troca de um pais. J& um valor negativo, por outro lado, significa que os precos de

importacdo superaram o0s de exportacdo, indicando uma deterioracao nos termos de troca.

Segundo Noual e Kasiork (2009), a férmula do CTOT é a seguinte:

PEX
=) , sendo:
Pit

CTOT;, = 100 X In (

Equacao 1: Equacao para calculo da variavel CTOT

Pf,f( : Indice de precos das commaodities de exportagdo do pais i no dia t.

Pi{’t"’: indice de precos das commaodities de importacéo do pais i no dia t.

Além disso, os precos de exportacdo e importacdo sdo derivados dos precos globais
diarios das commodities indexados de 1 até K-1 para produtos como milho, algodao, cobre e
petréleo bruto. Esse indice permite capturar as variagdes nos termos de troca de um pais ao
longo do tempo, considerando ndo apenas 0s precos, mas tambeém as quantidades exportadas e
importadas de cada commodity.

Os indices de pregos de exportagdo e importagdo (PX e P/}') séo calculados a partir
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de uma ponderacdo baseada nos volumes de exportacdo e importacdo de cada commodity. A
férmula para os indices de precos € dada por:

kEX KEX
EX EX (Zk 1 pt XqrZq )+100th 1
Py = P EX %5x Sendo:

t—1
L (ZK=tpl  xafh’)+100%q

Equacéo 2: Equacao para calculo dos indices de precos

pk: Precos diarios de commodities globais.

qEX e q"M: Quantidade exportada e importada de commodities do pais i no dia anterior t-1.

7) RR1M

A variavel RR1M representa 0 "Risk Reversal” de 1 més que é um indicador da
assimetria nas expectativas do mercado sobre o movimento futuro da moeda em relacdo ao
dolar. Essa variavel é calculada pela diferenca entre a volatilidade implicita (expectativa do
mercado sobre a volatilidade futura de um ativo) de uma opcéo de call (compra) e de uma opc¢éo
de put (venda), ambas com delta de 25% para a moeda (USDXXX). Valores positivos indicam
uma expectativa de alta do délar frente a outra moeda, enquanto valores negativos sugerem uma
expectativa de queda. O RR1M é frequentemente utilizado para medir o sentimento e a direcéo
percebida de curto prazo no mercado de cadmbio.

8) RR3M

Semelhante a0 RR1M, a varidvel RR3M também representa o "Risk Reversal", porém
com um horizonte de 3 meses. Essa medida captura as expectativas do mercado sobre a direcéo
e a magnitude dos movimentos cambiais em um periodo mais longo do que o RR1M, sendo um

importante indicador para estratégias de hedge e analise de risco no médio prazo.

9) VOL1M

A variavel VOL1M se refere a volatilidade implicita de 1 més da moeda em relagéo ao
délar (USDXXX). A volatilidade implicita é uma estimativa do mercado sobre a magnitude dos
movimentos de precos esperados para a moeda ao longo do proximo més, baseada nos precos
das opc¢des. Uma volatilidade implicita mais alta sugere que os participantes do mercado estéo

esperando maiores oscilagdes nos precos da moeda em relacdo ao ddlar, enquanto uma
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volatilidade mais baixa indica menor expectativa de variagdo. Esta variavel é crucial para a

modelagem de estratégias de opg¢des e analise de risco no mercado cambial.

10) VOL3M

A variavel VOL3M representa a volatilidade implicita de 3 meses para a moeda em
relacdo ao dolar (USDXXX). Como a VOL1M, ela reflete as expectativas do mercado sobre a
variagéo futura nos pregos da moeda, mas com um horizonte de tempo mais longo. Essa medida
é amplamente utilizada para estratégias de investimento e gerenciamento de risco que envolvem
periodos mais extensos permitindo uma visdo mais abrangente sobre a dindmica de volatilidade
no mercado de cambio. O gréafico abaixo ilustra a relacdo entre a volatilidade implicita e o strike
(preco de exercicio) das opgbes. A curva tem formato de "sorriso” porque a volatilidade
implicita é maior tanto para op¢des OTM (fora do dinheiro) quanto para opcGes ITM (dentro do

dinheiro), enquanto as op¢des ATM (no dinheiro) apresentam menor volatilidade.

Curva Smile

Calls ITM Calls OTM

Volatilidade Implicita

Puts OTM Puts ITM

Opgoes ATM
1

Strike

Figura 7: Grafico da Volatilidade Implicita - Curva Smile

11) REER (Real Effective Exchange Rate)

A variavel REER, ou Taxa de Cambio Efetiva Real, representa a taxa de cambio de um
pais ajustada pela inflacdo. Diferente da NEER (Nominal Effective Exchange Rate), o REER €
uma média ponderada que compara a moeda de um pais com uma basket (cesta) de moedas dos
principais parceiros comerciais, levando em consideragédo as diferencas nas taxas de inflagdo
entre os paises. Um REER mais alto pode indicar que a moeda esté sobrevalorizada, o que pode

prejudicar a competitividade das exporta¢des, enquanto um REER mais baixo pode sugerir
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subvalorizagdo, favorecendo as exportacdes. O REER é amplamente utilizado para avaliar a
competitividade externa e a posi¢do de um pais no comércio internacional.
O REER ajusta a NEER (Nominal Effective Exchange Rate) com base na relacéo entre

0s niveis de precos domesticos e externos, sendo calculado pela seguinte formula:

e

REER = X, = [(3 X (%)”Wi, sendo:

Equacao 3: Equacdo para calculo da variavel REER

n : 0 numero de paises na cesta

i :a"i"ésima moeda na cesta

e : taxa de cdmbio do pais

e;: taxa de cambio da moeda estrangeira "i"
w; : peso atribuido & moeda estrangeira "i"

P;: indice de precos ao consumidor do pais

P;: indice de precos ao consumidor do pais associado a moeda estrangeira "i"
A seguir estdo dois fatores que séo influenciados pelo REER:

I.  Competitividade Comercial: Um aumento no REER significa que a moeda
nacional esta se valorizando em termos reais, tornando as exportacdes mais caras
e as importaces mais baratas. Isso pode reduzir a competitividade no mercado
internacional.

Il.  Decisdes de Politica Econdmica: Governos e instituicdes usam o REER para
ajustar politicas cambiais e comerciais, com 0 objetivo de melhorar a

competitividade econémica do pais no cenario global.

Por exemplo, se o real (BRL) se desvaloriza em relacdo ao dolar americano (USD), o0s
produtos brasileiros se tornam mais baratos para compradores americanos, o que pode aumentar
as exportacdes para os EUA. Em contrapartida, se o real se valoriza, os produtos brasileiros

ficam mais caros no mercado internacional, potencialmente reduzindo as exportagdes.

12) Carry3m

O Carry3m reflete o rendimento que pode ser obtido ao manter uma posi¢do na moeda

por trés meses, levando em consideracéo o diferencial de taxas de juros entre o pais da moeda
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e os Estados Unidos. Esta variavel é fundamental para estratégias de carry trade, onde 0s

investidores buscam lucrar com as diferencas nas taxas de juros entre as moedas.

2.2.1 Premissas

Foi criado uma tabela que representa cada uma das premissas geradas para 0s
principais sinais de investimentos, que podem servir de norte para hipoteses futuras do
algoritmo. E importante mencionar, que estas premissas foram elaboradas em conjunto com

a empresa, acompanhado do conhecimento dos analistas:

Variavel Premissas

= Altas taxas de juros tendem a atrair capital e, por consequéncia, apreciar a moeda. Inversamente, baixas
taxas de juros tendem a fazer com que investidores usem essa moeda para financiar investimentos
(geralmente externos), o que acaba por desvaloriza-la. Essa premissa funciona bem especialmente para
paises desenvolvidos.

Taxa de juros . . .
= Entretanto, para mercados emergentes/subdesenvolvidos, altas taxas de juros quase sempre sdo sinal

(Rates2y e Ratesby) . . N " « . . . x

de instabilidade econdmica e politica e sdo usadas como meio para frear uma alta inflagcdo. Entéo, taxas
altas de juros geralmente estdo correlacionadas com a deprecia¢do da moeda, visto que investidores
tendem a considerar um ativo menos seguro.

ALL: Juros , moeda

Altos indices nas principais bolsas de valores de uma zona econdmica indicam alta confianga por parte

de investidores, o que tende a valorizar a moeda local. Existem vérias outras varidveis que afetam os
Mercado de agdes

(Bolsas)

indices do mercado de agdes, que futuramente podem ajudar a determinar o peso deste indicador, mas

por ora utilizaremos dos indices de bolsa como um indicador de salde e confianga na economia.

ALL: Bolsa , moeda

E um indicador usado para medir a confianga do mercado na moeda em questdo, um indice alto indica
Risk Reversals

(RRIM e RR3M)

que os investidores estdo confiantes na valorizacdo da moeda.

ALL: Risk Reversals , moeda
Volatilidade Indica a expectativa de oscilagio do mercado para o par de moedas. E fortemente correlacionado com o
implicita (VOL1M | Risk Reversal.
e VOL3M) ALL: Vol. Implicita  , moeda

A varidvel CTOT representa o indice de termos de troca de commodities de um pais em relagdo ao
mercado global. Esse indice mede a performance relativa entre os precos de exportacdo e 0s pregos de

importacdo de commaodities. Um valor positivo para o CTOT indica que os precos de exportacao
Terms of Trade

(CTOT)

superaram os pre¢os de importa¢do, sugerindo uma melhora nos termos de troca de um pais. Ja um valor
negativo, por outro lado, significa que os precos de importacdo superaram os de exportacao, indicando
uma deterioracdo nos termos de troca

ALL: CTOT , moeda
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Real Effective

Exchange Rate

Um alto REER indica uma moeda sobrevalorizada em relacdo aos seus principais parceiros comerciais.

Testes empiricos com a base de dados revelaram uma correlagdo negativa forte com quase todos os pares.

(REER) ALL:REER |, moeda
O carry provavelmente € um dos melhores preditores de variacGes futuras nos precos das moedas.
Quando h& uma diferenca elevada nas taxas de juros, os investidores tendem a pegar empréstimos em
Carry (Carry3m) moedas de baixa taxa de juros e investir em moedas de alto rendimento, o que resulta na depreciagéo da

moeda de baixa taxa e valorizagdo da moeda de alto rendimento.

ALL: Carry , moeda

Tabela 1: Tabela de premissas para sinais de investimento

2.3 Variavel Target dos Modelos

Inicialmente, precisamos definir a varidvel de interesse, ou, variavel target, dos
modelos. Foi escolhido o retorno financeiro de cada moeda. A justificativa pela escolha deste
sinal, se da pelo fato de os retornos serem livres de escala e apresentarem propriedades como
estacionariedade, Ishizawa (2008).

Para isso, foi utilizada a seguinte relacdo para o célculo desta varidvel, a qual sera
indexada a uma nova coluna no dataframe:

O retorno simples do instante t-1 até o instante t é definido como:

Valor, — Valor,_4

1. =
moeda Valort_l

Equacao 4: Equacao para calculo do retorno simples

Todavia em estudos de finangas, ao invés de usar o retorno simples, é costumeiro se
usar o retorno calculado como a primeira diferenca do log dos precos com carry, ou seja, a

variavel FXSpotCR, anteriormente explicada:

Tmoeda = LN(FXSpotCR;) — Ln(FXSpotCR;_;)

Equacao 5: Equacao para calculo do retorno em log

E utilizado os logs na base Euler, uma vez que em periodicidades maiores mantém a
caracteristica de distribuicdo simétrica, podendo ser melhor aproximada por uma distribuicéo
normal. E importante citar que foi implementado uma janela maior de tempo que auxilia em

uma maior versatilidade na hora de compra e venda das moedas.
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2.4 Andlise descritiva do dataset

Com o dataset original fornecido pela empresa parceira contém as tabelas de dados de
12 variaveis, descritas acima. A partir disso, fizemos uma analise exploratoria das variaveis,
focando principalmente no Retorno e nas suas implicagdes.

A primeira analise foi a de distribuicdo do retorno, que demonstrou algumas moedas
com um desvio padréo consideravelmente maior do que outras. Assim como esperado, 0s paises
do G10 (paises desenvolvidos) apresentaram em média uma volatilidade menor que 0s
emergentes inclusive em periodos de crise. A anélise da volatilidade é interessante para a
escolha de quais moedas operar, por exemplo, em periodos de alta volatilidade do mercado
pode-se querer evitar opcdes de alto risco. A volatilidade, comparavel ao desvio padrdo dos
precos de uma moeda ao longo de uma séria histérica, mede quanto o pre¢o dos ativos variam
em um determinado periodo. O que significa que ativos com alta volatilidade possuem alto
risco envolvido, e por vezes podem querer ser evitados.

Neste caso, a maior volatilidade apresentada no periodo foi a Lira Turca (TRY), com
um desvio padréo de 0.016492.

Return Over Time for TRY
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Figura 8: Retorno da Lira Turca de 2000 a 2019

Enquanto a moeda que apresentou menor desvio padrdo foi o Novo Ddlar Taiwanés
(TWD), com desvio padrdo de 0.003592.
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Return Over Time for TWD
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Figura 9: Retorno do Novo Dolar Taiwanés de 2000 a 2019

2.5 Pré-processamento do dataset

Para este trabalho, foi adotada uma metodologia de ranqueamento dos sinais de
investimento de forma diaria. Ou seja, cada dia tinhamos um ranking das moedas, baseada nas
premissas anteriormente apresentadas.

Esta metodologia de ranqueamento se baseia nas abordagens de momentum e reversao
discutidas na literatura, como explorado por Han, Zhou e Zhu (2016), que investigaram o
impacto de diferentes horizontes temporais no ranqueamento de sinais de investimento para
aprimorar o desempenho de carteiras. A combinacdo de informacdes de curto e longo prazo,
como identificado pelos autores, permite uma captura mais precisa de tendéncias de mercado,
especialmente em ambientes de alta volatilidade. Assim, o ranqueamento diario foi integrado
para refletir essas tendéncias de valorizacdo e desvalorizagdo de moedas, ajustando a posicao
de cada moeda em relacdo as demais.

Posteriormente, foi realizada uma normalizacdo dos sinais de investimento através do
ranqueamento diario de cada sinal, dividindo o valor por 29 — o numero de moedas no dataset
acrescido de 1.

Para normalizar a linha de valores, foi ordenado os valores em ordem crescente e
atribuido uma classificagdo a cada um, onde o menor valor recebe a classifica¢do 1, o segundo
menor recebe a classificacdo 2, e assim por diante até o maior valor. Em seguida, essas
classificacbes foram normalizadas dividindo cada uma pelo valor maximo da classificacdo
(neste caso, 29), o que ajusta os valores para uma escala de 0 a 1, mantendo a ordem relativa

entre eles. Sendo o retorno os valores normalizados.
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I.  Estrutura dos Pipelines de Pré-processamento:
1 Value:
Na pasta Value, sdo utilizados diretamente os valores originais das varidveis
fornecidos pela Bloomberg, sem célculos de variacao. Essa abordagem mantém
os valores inalterados para representar os dados originais.

M Variation

Na pasta Variation, a variacdo de certas variaveis — RR1M, RR3M, VOL1M,
VOL3M, CTOT, BOLSAS e REER - é calculada com a formula:

q _df —df.rolling(21 = 6). mean()
foar = df.rolling(21 = 6). mean()

Equacéo 6: Equacéo data frame variation

Esse célculo de variacdo foi aplicado para capturar flutuacdes e tendéncias em
intervalos de tempo médios, enquanto as demais variaveis mantiveram os valores
originais da Bloomberg. Em ambas as pastas, quatro pipelines foram desenvolvidos com
variagcdes no uso de valores médios (mediana) e janelas temporais:

1 Median: Atribui o valor da mediana para os dados ausentes durante o
ranqueamento das moedas, posicionando essas moedas no meio do ranque para
minimizar o impacto de valores faltantes.

1 Window_median: Similar ao pipeline Median, mas prevendo em uma janela de
tempo especifica, 0 que permite captar mudancas no contexto temporal.

1 Window_without_median: Exclui os dados sem valor durante o ranqueamento
de cada sinal e utiliza uma janela de tempo para previsdo. Essa abordagem
preserva a variacdo dos dados ao ignorar valores ausentes.

1 Without_median: Nao aplica a mediana nem a janela de tempo, utilizando a
previsdo para a janela mais curta possivel e focando em tendéncias recentes.

Il. Concatenamento de Dados:

Como os dados foram divididos entre as pastas Value e Variation, realizamos o
concatenamento dos conjuntos de dados para integrar todas as variaveis necessarias em um
Unico dataset, onde para cada dia, as moedas estdo dispostas em sequéncia, com seus
respectivos ranqueamentos para cada sinal. Esse passo facilitou a analise e a criacdo de
modelos, garantindo que todas as variaveis de interesse estivessem disponiveis em uma mesma

estrutura de dados. Segue abaixo uma imagem ilustrativa:
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Concatenamento
Ranking Sinal Ranking Sinal Ranking
date CUTENCY | |nvestimento 1 | Investimento2 | ~ Retorno Return_1
3 12 24 21
05/01/2000 AUD 5 75 . % >
13 19 4 7
05/01/2000 BRL > T . % 35
7 9 21 10
06/01/2000 AUD 5 %5 . 7 >
18 20 7 11
06/01/2000 BRL > % 7 >

Figura 10: Tabela do concatenamento

I11.  Atraso de n dias para célculo do Retorno:

No desenvolvimento do modelo de previséo de retornos cambiais, optamos por aplicar
um lag de 2 dias nas variaveis de sinais de investimento. A principal razdo para essa escolha é
garantir que as operacOes possam ser realizadas de forma eficiente dentro do funcionamento
global dos mercados de cambio, que operam em diferentes fusos horarios e evitar um Look-
ahead bias, ou seja, evitar de usar informacdes que ndo teriamos naquele momento ao montar
a carteira.

Os mercados cambiais ao redor do mundo ndo fecham ao mesmo tempo, 0 que cria
desafios para o processamento de informacgdes em tempo real. O lag de 2 dias permite que o
modelo considere as diferentes janelas de operacdo desses mercados, dando tempo suficiente
para que os sinais de todas as regides sejam processados corretamente. Dessa forma, garantimos
que todas as informacdes relevantes estejam disponiveis antes da tomada de decis&o, evitando
inconsisténcias que poderiam surgir devido as diferengas nos horérios de fechamento entre os
mercados.

Além disso, é importante esclarecer que o lag de 2 dias ndo € equivalente a soma de
dois lags de 1 dia. Ao aplicar o lag de 2 dias, estamos capturando o efeito consolidado dos

sinais ao longo desse intervalo especifico, sem fragmentar o impacto entre diferentes dias.

2.6 Modelagem do problema

Com todos esses dados disponiveis temos o seguinte problema: dadas todas as
informagdes disponiveis até hoje sobre todas as 28 moedas, qual serd o par de moedas que
apresentara o maior retorno amanha?

Entdo, nossa abordagem é a seguinte: Considerando que temos os dados de fechamento

de hoje, dia t, treinamos um modelo utilizando dados de t-5 anos a t-1 como variaveis



31

dependentes — mencionados na secdo anterior — e dados de retorno de t-5anos+1 a t como
variavel de interesse. E por fim utilizamos os dados das varidveis independentes de hoje t no
modelo treinado para a previsdo de amanha.

Abaixo estd um exemplo dos dados de uma moeda (fizemos para todas) utilizados para
prever o retorno do dia seguinte. Neste caso, estamos em 2019/12/31 e queremos prever 0
retorno para 2020/01/01. As 5 moedas com maior retorno esperados serdo posicionadas como
compradas e as 5 moedas com o menor retorno esperado serdo posicionadas como vendidas
(short).

Treinamento X (independente) Treinamento Y (dependente)

date currency FXSpot FXSpotCR Rates2y Ratesby RR1m RR3m VOLIm VOL3m REER CTOT Camry3m Return Return_1
140535 2019-12-18 AUD| 0785714  0.714286 0.535714 0.535714 0.535714 0.500000 0.535714 0.535714 0214286 0.178571 0.642857 0.571429] 0.857143
140562  2019-12-19 AUD| 0785714  0.714286 0.535714 0.535714 0.607143 0.535714 0.535714 0.535714 0214286 0.178571 0.607143 0.857143 | 0.892857
140589 2019-12-20 AUD| 0785714 0714286 0.535714 0.535714 0607143 0.535714 0.535714 0535714 0214286 0.178571 0.607143 0.892857 || 0.857143
140616 2019-12-23 AUD| 0785714 0714286 0.535714 0.535714 0.607143 0.535714 0.535714 0535714 0214286 0.178571 0.607143 0.857143 | 0.357143
140643 2019-12-24 AUD| 0785714 0714286 0.535714 0.535714 0.607143 0.535714 0.535714 0535714 0214286 0.178571 0.642857 0.357143 0.107143

140670 2019-12-25 AUD| 0785714 0714286 0.535714 0535714 0607143 0535714 0535714 0535714 0214286 0.178571 0642857 0.107143 | 0.821429
140697 2019-12-26 AUD| 0785714 0714286 0535714 0535714 0607143 0535714 0535714 0535714 0214286 0.178571 0642857 0.821429]] 0.642857
140724  2019-12-27 AUD| 0785714 0714286 0535714 0535714 0571429 0535714 0535714 0535714 0214286 0.178571 0642857 0.642857 | 0.428571
140751  2019-12-30 AUD| 0785714 0714286 0.535714 0535714 0.571429 0535714 0517857 0500000 0214286 0.178571 0.642857 0428571} 0.750000
140778 2019-12-31 AUD 0785714 0714286 0535714 0535714 0571429 0535714 0464286 0500000 0214286 0.178571 0642857 0.750000 NaN

Variaveis dependentes fornecidas ao modelo treinado para prever o retorno do dia seguinte
Figura 11: Tabela com sinais normalizados

2.7 Apresentacdo da Carteira Ficticia

Neste momento, foi criado uma situacdo ficticia, com intuito tornar mais claro os
calculos dos indicadores financeiros que serdo apresentados em sequéncia, e que sirvirdo como
ferramentas de analise dos modelos.

Para a simulacdo, foi assumido que os pares de moedas EUR/USD, JPY/USD e
AUD/USD estavam em posi¢Oes long (valorizagéo esperada), enquanto BRL/USD e TRY/USD
estavam em posi¢des short (desvalorizacdo esperada), em todo periodo de analise.

Conforme a descricao do significado das variaveis, em seguida, as operacoes de célculo
serdo realizadas com base nesta carteira ficticia. E importante citar que, para esta aplicagio, ndo
estamos trabalhando com valores reais de investimento. Em vez disso, estamos utilizando
valores que ndo correspondem a montantes existentes, com o objetivo de focar na ideia de

estratégia de investimento, sem considerar valores absolutos.

2.8 Meétodo de Avaliacdo de Modelos

A métrica de avaliacdo de modelos é feita através de um indicador financeiro, chamado
Sharpe. Indicador que mede o retorno de um ranqueamento de moedas ajustado ao seu risco,

em todo periodo analisado. A escolha por este indicador esta pautada ndo apenas pelo seu
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grande uso no mercado financeiro, mas também, pelo fato de conseguir transmitir uma
sensibilidade muito clara de quanto um ativo gera de retorno para cada unidade de risco
assumida.

O calculo do Sharpe é feito dividindo-se a média dos retornos diarios pelo desvio padréo
desses retornos e multiplicando o resultado pela raiz de 252, para que o indicador seja
anualizado:

Sh B Média dos Retornos Diarios « 752
arpe = Desvio Padrao dos Retornos Diarios

Equacdo 7: Célculo do Sharpe

A classificacdo desse indicador é dada pela seguinte escala:

Sharpe Classificacao
Menor que 0.5 Modelo Ruim
Entre0.5e1 Modelo Médio
Maior que 1 Modelo Bom

Tabela 6: Classificagdo do Sharpe

E importante citar que existem outras métricas que sdo consideradas apds a escolha do
modelo, as quais ajudam a entender pontos especificos, como drawdown, que mede a maior
perda em relacdo a um pico anterior, e PnL (Profit and Loss), que mede o resultado financeiro,
ganhos e perdas, das operaces no mercado. Todavia, a maioria delas sdo endégenas ao Sharpe,

reforcando sua relevancia como principal métrica de avaliacdo.

2.8.1 PnL (profit and loss)

O PnL é um termo utilizado em finangas para se referir ao lucro ou prejuizo, no qual
é Util para avaliar a eficacia de uma estratégia de investimento, mensurar o desempenho
financeiro e tomar decisdes sobre ajustes na gestdo de portfélio ou operagdes. As gestoras
sempre buscam um PnL positivo, crescente e com poucas variagdes, adotando estratégias que

mantém a lucratividade e aumentam os ganhos de forma consistente.

O seu célculo é feito com base nos retornos diarios das moedas, ajustados de acordo

com as posicdes estabelecidas anteriormente.

PnL, = i~ (Retorno;; X Posi¢do;;_1), sendo:

Equacdo 8: Calculo do PnL



n: O numero total de moedas (ativos) na carteira.

Retorno;,: O retorno diario da moeda i no dia t

Posicdo; .—4: A posicdo da moeda i no dia anterior (t-1), que pode ser:

1: Posicéo long (compra);

-1: Posicéo short (venda) e

0: Sem posicéo (neutra).
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Para demonstrar o calculo do PnL (Profit and Loss), foi utilizada a carteira,

anteriormente mencionada.

Data EUR/USD BRL/USD JPY/USD AUD/USD TRY/USD
(Long) (Short) (Long) (Long) (Short)
01/10/2018 1 -1 1 1 -1
02/10/2018 1 -1 1 1 -1
03/10/2018 1 -1 1 1 -1
04/10/2018 1 -1 1 1 -1
05/10/2018 1 -1 1 1 -1
08/10/2018 1 -1 1 1 -1
09/10/2018 1 -1 1 1 -1
10/10/2018 1 -1 1 1 -1
Tabela 7: Carteira: Sinais de Investimento
Abaixo temos o retorno de cada um dos dias:

Data EUR/USD | BRL/USD JPY/USD AUD/USD TRY/USD
01/10/2018 0,0321 -0,0216 -0,0131 -0,0284 0,0226
02/10/2018 0,0242 0,0053 -0,0442 -0,0235 0,0153
03/10/2018 0,0101 -0,0189 -0,0305 -0,0174 0,0121
04/10/2018 0,0088 0,0196 -0,0118 0,0213 0,0284
05/10/2018 0,0156 -0,0135 0,0242 0,0136 -0,0103
08/10/2018 0,0098 0,0023 0,0194 0,0116 0,0274
09/10/2018 0,0112 -0,0098 0,0234 0,0241 -0,0129
10/10/2018 0,002 -0,01 0,0121 0,0112 -0,0156

Tabela 8: Retornos da Carteira

Com objetivo de exemplificar vamos olhar para o dia 10-10-2018:

1 EUR/USD teve um retorno de 0,2% (0.002), e a posicéo foi long (+1).

1 BRL/USD teve um retorno de -1% (-0.01), e a posicao foi short (—1).

O célculo do PnL para essas duas moedas sera:

1 PnL EUR/USD = 0.002x1=0.002 (ou 0.2% de lucro).
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1 PnL BRL/USD = —0.01% (-=1) =0.01 (ou 1% de lucro, j& que a moeda desvalorizou e

estavamos vendidos).

Somando o PnL de todas as moedas da carteira, obtemos o PnL total do dia. A tabela

abaixo mostra os valores simulados do PnL total diario da carteira ao longo de 10 dias:

Data PnL Total
01/10/2018 0,0348
02/10/2018 -0,0335
03/10/2018 -0,0068
04/10/2018 0,0271
05/10/2018 0,0566
08/10/2018 0,0659
09/10/2018 0,0556
10/10/2018 0,0197

2.8.2 Drawdown

Tabela 9: PnL Total

O drawdown € um indicador que mede a queda maxima de um investimento em

relacdo ao seu pico anterior antes de ocorrer uma recuperagdo. Sendo assim, uma medida de

risco em relacdo a decisdo tomada de compra e venda de moedas. Para uma gestora, é

desejado um drawdown baixo, pois isso significa que as quedas do valor do seu portifélio em

relagdo ao seu pico anterior séo limitadas.

Para calcula-lo utilizamos a seguinte relac&o:

Drawdown

Pico anterior (t) — PnL acumulado (t)

Pico anterior(t)

Equacdo 9: Calculo do Drawdown

O PnL acumulado ndo é nada mais que a soma dos PnL diarios, anteriormente

calculado:

t
PnL acumulado =Z PnLgisrio (1)

=1

Equacdo 10: Célculo do PnL Acumulado
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Por exemplo, no dia 1, o PnL acumulado é 0.0348 (ou seja, a carteira subiu 3,48%). No
dia seguinte, dia 2, o PnL acumulado é 0.0348+(-0.0335) =0.0013. Isso significa que a carteira
cresceu 0.13% no total desde o inicio, e assim por diante.

Posteriormente, vamos calcular o Pico anterior(t), que é o valor maximo que o PnL

acumulado ja atingiu até 0 momento, portanto:

Pico anterior(t) = max (PnL acumulado(1), PnL acumulado(2), Pnl acumulado(t — 1))

Equacéo 11: Calculo do Pico Anterior

Ou seja, se no dia 01/10/2018 o PnL acumulado é 0,0348, e no dia 02/10/2018 o PnL
acumulado € 0,0013, o pico anterior no dia 02/10/2018 ainda sera 0,0348, pois esse foi 0 valor
maximo até entdo. J4, se no dia 03/10/2018 o PnL acumulado cair para -0,0055, o pico anterior
ainda sera 0,0348, pois esse foi 0 valor madximo alcangado até o0 momento.

Por fim, serd aplicada a equacdo do drawdown para calcular em cada periodo o

respectivo valor.

Data PnL Total PnL Acumulado Pico Anterior Drawdown (%)

01/10/2018 0,0348 0,0348 0

02/10/2018 -0,0335 0,0013 0,0348 96,26
03/10/2018 -0,0068 -0,0055 0,0348 115,80
04/10/2018 0,0271 0,0216 0,0348 37,93
07/10/2018 0,0566 0,0782 0,0348 0,00
08/10/2018 0,0659 0,1441 0,0782 0,00
09/10/2018 0,0556 0,1997 0,1441 0,00
10/10/2018 0,0197 0,2194 0,1997 0,00

Tabela 10: Drawdowns calculados
Importante ressaltar que se o PnL acumulado estiver maior ou igual ao pico anterior:
1 Odrawdown deve ser zero. (Significa que ndo houve queda: Valor atual é igual ou maior
que o pico anterior)
1 Nos dias em que o PnL acumulado esta abaixo do pico anterior, o drawdown € positivo,

indicando uma queda.
2.8.3 Sharpe

Finalmente, é possivel calcular o principal indicador financeiro, referéncia do projeto,

que distingue a qualidade dos modelos. Para 0 nosso caso da carteira ficticia teriamos:
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Data PnL Total
01/10/2018 0,0348
02/10/2018 -0,0335
03/10/2018 -0,0068
04/10/2018 0,0271
05/10/2018 0,0566
08/10/2018 0,0659
09/10/2018 0,0556
10/10/2018 0,0197

Tabela 11: PnL Total por dia

A média dos retornos diarios € simplesmente a soma dos retornos diarios dividida pelo
namero de dias.

Média = mean(PnL Total) = 0,0274
Equacdo 12: Célculo da Média

Portanto, a média dos retornos diarios para este periodo foi 0,0274 ou 2,74%

O desvio padrdo dos retornos diarios mede a volatilidade ou o risco da carteira. Ele
indica o0 quanto os retornos diarios variam em torno da média. O desvio padrao € calculado da
seguinte forma:

Desvio padrao = desv(PnL Total) = 0,0317

Equacdo 13: Célculo do Desvio Padréo

Ou seja, 0 desvio padrdo dos retornos diarios foi 0,0317 ou 3,17%.

Agora, com a média dos retornos e o desvio padrdo, podemos calcular o Sharpe Ratio:
0,0274

0,0317 80

Equacdo 14: Célculo do Sharpe

Sharpe =

De acordo com a tabela de desempenho dessa métrica, um Sharpe de 0,80 indica que a
carteira teve um desempenho médio durante esse periodo, gerando um retorno que compensa o

risco.
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3. Resultados

3.1 Baseline — Modelo da Empresa

Como ja mencionado anteriormente, a empresa possuia um codigo base no qual o grupo
utilizou para montar alguns dos modelos testados, como o Default, que iré ser apresentado na
secdo a seguir. A estrutura desse cddigo consiste na seguinte linha de raciocinio:
desenvolvimento de uma estratégia usando o sinal momentum para a carteira de investimentos.
O baseline disponibilizado utiliza precgos e retornos de moedas, segmentados em dois grupos:
mercados desenvolvidos (G10) e mercados emergentes.

A estratégia central do modelo de momentum é a aplicacdo de uma janela de anélise de
20 dias com um atraso (lag) de 2 dias, para que seja aplicavel em um contexto realista de
mercado. Esse intervalo é usado para identificar as moedas que apresentaram 0S maiores
retornos, que sdo alocadas na posicao long, e aquelas que tiveram 0s menores retornos, que séo
alocadas na posicdo short. Os célculos de lucro e perda (PnL) séo realizados com base nos
retornos diarios das moedas selecionadas, ajustando-se as posicOes estabelecidas. Essa
abordagem permite explorar tendéncias de valorizacao e desvalorizacgdo, otimizando a estrutura
de alocacdo de ativos dentro da carteira de investimentos.

Em resumo, é possivel dividir o racional deste modelo em cinco principais pilares:

l. Carregar e Processar Dados: Importar os dados de precos e calcular
retornos diarios.

Il. Calcular Sinal de Momentum: Utilizar uma janela de 20 dias para gerar
sinais baseados em retorno

M. Definir Posi¢Ges Long e Short: As moedas com maiores retornos
acumulados séo selecionadas para compor as posi¢Oes long, com
expectativa de que a tendéncia de valorizagéo continue e as moedas com
menores retornos acumulados sdo escolhidas para as posi¢des short, sob a
premissa de que a tendéncia de desvalorizacao persista.

IV.  Alocacgdo de Pesos Iguais: Ap0s a selecdo das moedas para as posi¢des
long e short, o codigo atribui pesos iguais a cada moeda dentro de cada
categoria (long e short).

V. Calcular o PnL: Medir o PnL diario com base nas posi¢es e ajustar
periodicamente.

VI.  Analisar Desempenho: Calcular o PnL acumulado e outras métricas de

desempenho da carteira ao longo do periodo de teste
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Por fim, para vérios modelos serd utilizado uma maneira bem parecida de

processamento e célculos.

3.2 Pipelines Implementados

Conforme descrito no tépico 2.5, foram desenvolvidos oito pipelines de pré-
processamento. Cada pasta contém quatro varia¢fes que diferem no uso de valores médios
(mediana) e janelas temporais, com o objetivo de avaliar diferentes formas de tratamento dos
dados originais.

Além dos pipelines de pré-processamento, foram implementados cinco modelos, sendo
quatro baseados em machine learning — Random Forest, Regressdo Linear, HGBoost e
XGBoost — e um modelo adicional, denominado default, que utiliza uma abordagem sem
machine learning, com pesos manuais atribuidos aos sinais de investimento com base em
andlises de resultados.

Implementagéo e Motivos para Escolha dos Modelos

Cada modelo foi selecionado por suas caracteristicas especificas e por sua capacidade
de lidar com os dados de sinais de investimento em diferentes contextos, oferecendo potencial
para capturar padrdes e previsdes de valorizacao e desvalorizacdo de moedas.

Regressdo Linear: A regressdo linear foi escolhida por ser um modelo estatistico
interpretavel, permitindo identificar relagdes lineares entre as varidveis de sinais de
investimento e os retornos das moedas. Esse modelo é especialmente Util para capturar
tendéncias de curto prazo com base em sinais que exibem comportamentos relativamente
estaveis. Foi implementado em quatro pipelines de pré-processamento, excluindo aqueles com
dados ausentes, devido a sensibilidade do modelo a dados nulos.

Random Forest: O Random Forest foi escolhido por sua robustez em capturar
interaces entre variaveis e por sua capacidade de lidar com ajuste em dados de alta
dimensionalidade. Esse modelo é valioso para explorar as combinag¢fes ndo lineares entre
diferentes sinais e seus efeitos nos retornos das moedas. Assim como a regressdo linear, o
Random Forest foi implementado em quatro pipelines de pré-processamento que excluem
dados ausentes, maximizando a eficiéncia do modelo.

HGBoost: O HGBoost foi incluido pela sua capacidade de realizar otimiza¢Ges em
arvores de decisdo com alta eficiéncia. Esse modelo € particularmente adequado para dados

financeiros, onde o comportamento dos sinais pode variar em periodos diferentes. O HGBoost
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foi testado em todos os oito pipelines de pré-processamento, explorando tanto variagdes com
dados ausentes quanto as diferentes abordagens de janela temporal.

XGBoost: Escolhido por seu desempenho em problemas de previsao e sua habilidade
em gerenciar grandes volumes de dados, 0 XGBoost foi testado em todos os oito pipelines,
devido a sua flexibilidade em lidar com dados ausentes e sua eficicia em diferentes tipos de
pré-processamento.

Default: O modelo default foi desenvolvido para testar uma abordagem sem machine
learning, atribuindo pesos manuais aos sinais de acordo com os resultados obtidos nas analises
preliminares. Foi testado com dois pipelines de pré-processamento: um que aplica a mediana e
outro sem aplicacdo de mediana, ambos sem uso de janela temporal, para avaliar o impacto do
ranqgueamento manual de sinais.

Ao todo, foram testados 24 pipelines adicionais em diferentes combinagdes, além do
modelo default, 0 que permitiu uma avaliagdo abrangente dos pipelines implementados e de

suas variagcdes em relacdo aos modelos e estratégias de investimento.

3.3 Descricdo de Resultados

Esta secé@o apresenta os resultados obtidos pelos modelos implementados, tanto dentro
guanto fora da amostra. Primeiramente, os testes foram realizados com os dados fornecidos
pela empresa, que abrangem o periodo de 2000 a 2019, conforme discutido no topico 2.1 deste
documento. Em seguida, foram aplicados a base de dados completa, de 2000 até novembro de
2024.

3.3.1 \Validagéo utilizando o conjunto de treinamento
Para a etapa de testes definitivos dos modelos, foram escolhidos os dois que melhor

performaram dentro da amostra (2000 — 2019). Esses dois séo o Default e o de Regresséo linear
com mediana, como descrito da se¢do anterior.

A fim de tornar os modelos mais fidedignos a realidade, foram adicionados o custo de
transacdo de operar cada uma das moedas do portifélio da gestora. I1sso porque, algumas
possuem custo mais baixo devido a maior liquidez, dentro do mercado de cdmbio. Moedas
como o délar americano (USD) e o euro (EUR) sdo altamente liquidas, pois sdo amplamente
negociadas globalmente. J& moedas de paises com economias menores ou menos integradas ao
mercado global, como a lira turca (TRY) ou o peso chileno (CLP), tendem a ser menos liquidas,

apresentando maiores custos de transagéo.



l. Default

40

Ap0s analises e testes com combinagdes de sinais, foi constatado que a REER (Taxa de

Cambio Real Efetiva) era a variavel com maior influéncia nos resultados, em questéo de Sharpe.

Isso porque, estes testes baseavam-se em rodar o modelo apenas com um sinal de investimento

e posteriormente fazendo a combinag&o com mais de um sinal. Com isso, os melhores modelos

eram aqueles que utilizavam a taxa de cadmbio efetiva e mais alguma outra, como descrito na

tabela abaixo:

Modelos Sharpe
REER e Carry3m 0,92
REER e Rates2y 0,89

REER e CTOT 0,83
REER e Rates 5y 0,79

Tabela 12: Modelo e Resultados Prévios

Para calibrar o modelo default e definir os parametros 6timos, rodamos um teste com varias

possibilidades de parametro. Neste caso, foram testados os melhores valores para peso do

REER e a melhor quantidade de moedas em cada ponta, levando em conta o valor de Sharpe

como varidvel de saida. O grafico abaixo mostra que para este periodo de teste do modelo

Default a melhor combinacdo é um REER com peso 14 e 5 moedas em cada ponta.

Sharpe para pesos para o REER e tamanho da ponta long short
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Dessa forma temos:
REER: Peso = correlacao x 14
Demais sinais: Peso = correlacdo
Ou seja, 0 equacionamento que resume essa aplicagdo é:

Y = REER X 14 + variavel; X 1 + variavel, X 1 ...

Equacao 15: Modelo Default — Pesos para cada variavel

O grafico abaixo, mostra o resultado deste modelo, que obteve um Sharpe de 1.18, em

que a linha azul representa o PnL e a linha laranja o Drawdown da carteira:

pnl acumulado modelo premissas (log), sharpe: 1.18

e i
2000 2002 2004 2006 2008 2010 2012 2014 2016 2018

Figura 13: Default — Conjunto de Treinamento

Ao analisar o grafico, € possivel concluir que a estratégia gera retornos positivos, uma
vez que o PnL tende a ser uma curva ascendente, enquanto mantém o drawdown em niveis

baixos, com pouca variagdo. Um resultado bom, considerando a simplicidade do modelo.
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1. Modelos de Machine Learning

Agora, sera apresentado o modelo com melhor desempenho dentro dos modelos de
machine learning utilizados. Abaixo, tem-se uma tabela com os melhores resultados de cada

um dos modelos de regressao linear e ensemble models testados:

Modelo Tipo Sharpe
Histogram Gradient Boost window 0,51
XGBoost variacao_without_median 0,44
Random Forest value_median 0,38
Regressdo Linear value_median 0,60

Tabela 13: Modelos de Machine Learning

Dessa forma, foi selecionado o modelo de Regressao Linear que utiliza valores brutos
dos sinais de investimento, com mediana diaria para valores faltantes do dataset. Abaixo esta
representado o grafico deste modelo, no qual apresenta um desempenho “Médio” em termos de
Sharpe (Tabela 7), e com drawdowns mais expressivos, 0 que indica um maior risco para a
Legacy, ja que muitas vezes alem de representar uma perda financeira, representa uma perda
de credibilidade dentro do mercado.

PnL acumulado modelo Linear Regression Valeu Window Median, sharpe: 0.6

—— PnL acumulado
Drawdown

2006 2008 2010 2012 2014 2016 2018

Figura 14: Regressdo Linear — Conjunto de Treinamento
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O grafico abaixo mostra a importancia de cada variavel no periodo dentro da amostra

de testes. Grande parte das variaveis independentes ficaram com um indice de importancia

baixo, algumas outras tiveram picos e periodos de pouca relevancia e o “Return” em especial

se manteve por todo o periodo com uma relevancia acima da média. Sendo considerada no
total a varidvel mais importante. Além disso € visivel uma grande oscilagcdo em relacdo a

importéncia das variaveis ao longo do tempo, trazendo uma falta de confiabilidade para o

modelo, uma vez que ele depende de varidveis que, em certos momentos, sdo muito

importantes, enquanto em outros, perdem sua relevancia.
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Figura 15: Regressdo Linear —Importéncia das variaveis independentes (03/11/2024 — 31/12/2019)
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3.3.2 Teste Final

l. Default

Ao adicionar os 4 anos fora da amostra inicial, a principal métrica de avaliacdo, o
Sharpe, caiu de 1.18 para 0.89, conforme a figura abaixo. Esse decréscimo na relag&o risco-
retorno indica uma perda de eficiéncia do modelo, que passou a gerar retornos ajustados ao
risco menores ao longo do periodo fora da amostra. Alem disso, o drawdown maximo
aumentou de -0.49 para -0.71, indicando que o modelo experimentou perdas mais profundas e
maior exposi¢ao ao risco em comparagao ao periodo inicial. 1sso sugere que o modelo pode
ter sido calibrado para um contexto especifico e, ao ser exposto a novos dados e a eventos

imprevistos no mercado, sua capacidade de manter o desempenho inicial foi reduzida.

pnl acumulado modelo premissas (log), sharpe: 0.89

2000-01-03 00:00:00 2007-09-03 00:00:00 2015-05-04 00:00:00 2023-01-02 00:00:00

Figura 16: Default —Teste Final

Entretanto, em termos de desempenho geral, ao utilizar o0 método de classificacao
apresentado na Tabela 7 deste documento, é visivel que este modelo se enquadra na categoria
"Médio" (Sharpe entre 0,5 e 1). No entanto, com um Sharpe de 0.89, 0 modelo estd muito

proximo de atingir a classificagdo "Bom", que comeca a partir de 1.



45

1. Modelos de Machine Learning

O segundo modelo escolhido foi e de regresséo linear com prenchimento de valores
faltantes com a mediana dos valores presentes. Com o teste fora da amostra para esse modelo,
teve-se uma queda de Sharpe de 0.6 para 0.47 e um drawdown de —0.8 para —0.87, visivel no
gréfico de PnL abaixo.

PnL acumulado modelo Linear Regression Valeu Window Median, sharpe: 0.47

w

—— PnL acumulado
Drawdown

2005 2010 2015 2020

Figura 17: Regressdo Linear —Teste Final

Com o teste fora da amostra da regressao linear, também foram estimadas a importancia
de cada variavel independente para a predicdo da variavel de interesse. No grafico abaixo, pode-
se notar que a importancia de muitas variaveis flutuou consideravelmente ao longo do periodo
de 24 anos, possuindo caracteristicas muito parecidas com as apresentadas na etapa de
treinamento da Regressdo Linear, entretanto, outras também ficaram estaveis com pouca
relevancia. Por exemplo o “FXSpotCR”, que ficou com um indice sempre abaixo de 0.002, ou
por outro lado o “Carry3m” que comegou com uma alta importancia, mas foi perdendo ao longo
dos anos. E importante ressaltar que o grafico abaixo € idéntico a de importancia das variaveis

dentro da amostra até o dia 31/12/2019, onde aquele acaba e este continua.
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Feature Importance over Time
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Figura 18: Importancia das variaveis independentes (03/11/2024 — 08/11/2024)
3.4 Rankings

De acordo com o que foi solicitado pela empresa parceira, também foi calculado e
entregue o ranking diario baseado nos sinais analisados. Isso porque € de interesse da gestora,
possuir um ranking das moedas que permite ela identificar moedas que deve aportar capital e
quais ela deve vender. Neste caso, as posicfes de 1 a 5 sdo as mais favoraveis, nas quais nos
posicionaremos comprados e as posi¢des de 28 a 24 sdo as que nos posicionaremos vendidos,
esperando desvalorizacdo. Posi¢des ndo inteiras representam que houve um empate entre dois

pares de moedas.

3.4.1 Default
Para 0 modelo default, segue abaixo a tabela de ranqueamento para o ultimo dia para o

qual foi feita a previsao:

RUB BRL CLB NOK JPY CopP EUR PLN CzK SGD GBP
11/11/2024 1,0 2,0 3,0 4,0 5,5 5,5 24,0 25,0 26,0 27,5 27,5

Tabela 14: Ranking do Modelo Default (11/11/2024)

Portanto RUB (Rublo Russo); BRL (Real Brasileiro); CLP (Peso Chileno); NOK (Coroa

Norueguesa); JPY (lene Japonés); COP (Peso Colombiano) estdo posicionadas como long e
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EUR (Euro); PLN (Zloty Polonés); CZK (Coroa Checa); SGD (Délar de Singapura); GBP

(Libra Esterlina) sdo posicionadas como short.

3.4.2 Regressdo Linear

A seguinte tabela é a de ranqueamento das moedas pelo modelo de regressdo linear
mencionado nessa sessdo, seguindo as mesmas premissas da tabela do modelo Default.

CHF IDR TWD THB JPY MXN ZAR HUF CLP GBP
11/11/2024 1,0 2,0 3,0 4,0 5,0 24,0 25,0 26,0 27,0 28,0

Tabela 15: Ranking do Modelo de Regressao Linear (11/11/2024)

Agora na regressao temos: CHF (Franco Suico); IDR (Rupia Indonésia); TWD (Novo
Dolar Taiwanés); THB (Baht Tailandés); JPY (lene Japonés) como long e MXN (Peso
Mexicano); ZAR (Rand Sul-Africano); HUF (Forint Hungaro); CLP (Peso Chileno); GBP

(Libra Esterlina) como short.

Dessa maneira, as Unicas semelhancas entre os modelos, para esse dia (11/11/2024) esta
no posicdo do lene Japonés (JPY) que é consistentemente posicionado como long em ambos
0s modelos, indicando uma expectativa de valorizacdo dessa moeda em qualquer das
abordagens. E também na Libra Esterlina (GBP) que é indicada como short nos dois modelos,
sugerindo que existe uma perspectiva comum de desvalorizacdo. No restante, temos

estratégias diferentes em relacdo ao posicionamento de compra e venda.
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4. Consideragdes Finais

Dessa forma, baseado nos resultados obtidos pelos pipelines descritos no topico 3.2, conclui-
se que embora os modelos de machine learning tenham apresentado alguns resultados
razoaveis, o desempenho deles ndo superou o modelo default com pesos definidos
manualmente. Isso indica que, para este conjunto de dados e metodologia, a abordagem manual
ainda alcancou os melhores resultados. A performance inferior dos modelos de machine
learning sugere que o mercado de cdmbio pode apresentar desafios especificos para essa
técnica. Mercados cambiais sdo particularmente influenciados por fatores macroeconémicos
imprevisiveis, como crises econdmicas globais. A crise de 2008, por exemplo, trouxe uma
volatilidade extrema e mudancas abruptas nas taxas de cambio, condi¢cbes dificeis de prever
mesmo para modelos avangados, 0 que demonstra como esses eventos podem tornar o
desempenho de previsdes altamente incerto.

Outro fator que contribui para a dificuldade de previsdo é a alta volatilidade da variavel de
retorno. Retornos cambiais sdo conhecidos por sua variabilidade, com flutuacGes frequentes e,
muitas vezes, intensas, que dependem de fatores tanto locais quanto globais. Esse nivel de
volatilidade impacta a capacidade dos modelos de machine learning de capturar padrdes
consistentes e limita a precisao das previsoes.

Com base no que foi explorado até 0 momento, conclui-se que o machine learning, neste
contexto, ndo superou a eficacia dos modelos tradicionais com pesos definidos manualmente.
No entanto, o potencial do machine learning para melhorar as previsdes ndo deve ser
descartado. Pesquisas futuras podem investigar uma exploracdo mais aprofundada dos
hiperparametros dos modelos, buscando configuragdes que possam otimizar o desempenho das
previsdes. Esse ajuste dos hiperparametros pode contribuir para adaptar melhor essas técnicas

as condicdes do mercado cambial, aumentando a chance de obter resultados mais consistentes.
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